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Resumo

Neste trabalho, nós propomos um novo problema de otimização ombinatória envolvendo sequên-

ias de arateres hamado Problema do Partiionamento de Similaridade Máxima. Apresentamos

também uma prova de que esse problema é NP-difíil no sentido forte, o que signi�a que não

existe um algoritmo polinomial e nem pseudo-polinomial que o resolve, a menos que P = NP. Além

disso, desenvolvemos e testamos duas heurístias baseadas na estratégia gulosa que enontram so-

luções para o Problema do Partiionamento de Similaridade Máxima em tempo polinomial. Este

trabalho também traz uma apliação do problema em questão através da modelagem de um pro-

blema importante da Biologia Computaional hamado problema da reonstrução e quanti�ação

de transriptoma, modelagem essa pioneira na abordagem desse problema omo um problema de

otimização ombinatória envolvendo sequênias.

Palavras-Chave: Partição, Otimização Combinatória, Similaridade, Transriptoma, Reonstrução

e Quanti�ação.
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Abstrat

In this work, we propose a new ombinatorial optimization problem involving strings alled Ma-

ximum Similarity Partitioning Problem. We also present a proof that this problem is NP-hard in

the strong sense, whih means that there is no polynomial nor pseudo-polynomial time algorithm

that an solve it, unless P = NP. Besides, we developed and tested two greedy heuristis that �nd

solutions for the Maximum Similarity Partitioning Problem in polynomial time. This work brings

as well an appliation for the orresponding problem in the modeling of an important problem

in Computational Biology known as transriptome reonstrution and quanti�ation problem. We

onsider suh modeling the �rst to deal with the transriptome reonstrution and quanti�ation

problem as a ombinatorial optimization problem involving strings.

Keywords: Partition, Combinatorial Optimization, Similarity, Transriptome, Reonstrution and

Quanti�ation.
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Capítulo 1

Introdução

A Ciênia da Computação é uma grande área do onheimento que aborda uma ampla vari-

edade de problemas omputaionais. Uma das subáreas da Ciênia da Computação, a Teoria da

Computação, lida om tais problemas através do desenvolvimento e análise de algoritmos que po-

dem resolvê-los. Entretanto, alguns problemas são lassi�ados omo difíeis de se resolver, de modo

que qualquer algoritmo que enontra uma solução ótima para algum deles onsome muito tempo de

exeução e/ou muito espaço de armazenamento. Essa lassi�ação de problemas omputaionais é

um dos objetivos da Teoria da Complexidade Computaional, um ramo da Teoria da Computação.

Alguns problemas omputaionais reebem atenção espeial pela possibilidade de serem apli-

ados em diferentes áreas do onheimento, omo a Biologia, a Físia e a Químia. Nesse sentido,

destaam-se os problemas de otimização ombinatória que envolvem sequênias de arateres, por

serem apliados em áreas omo a Biologia Computaional, onde o objetivo é modelar e tentar

soluionar problemas biológios, geralmente relaionados om o genoma de um organismo.

Um dos prinipais objetos de estudo da Biologia Computaional é o onjunto de informações ge-

nétias de um organismo presente no interior de suas élulas, onjunto esse odi�ado em moléulas

de DNA. Nesse ontexto, trehos espeí�os do DNA, hamados genes, são expressos produzindo

uma grande variedade de moléulas de RNA esseniais para o funionamento adequado do orga-

nismo. Esse onjunto de moléulas de RNA presentes na élula em um dado momento é onheido

omo transriptoma do organismo.

Conheer o transriptoma de um organismo é de fundamental importânia no diagnóstio e

tratamento de doenças relaionadas à hiper ou hipoexpressão de um ou mais genes espeí�os.

Outra importânia do estudo de um transriptoma está na possibilidade de melhoramento genétio

de plantas e animais através da identi�ação de genes diferenialmente expressos sob determinadas

ondições naturais.

Uma das formas de estudar o transriptoma de um organismo é extraindo os RNAs em suas

élulas em um dado momento e analisando essas moléulas. Isso pode ser feito por meio de um

protoolo hamado RNA-Seq. Infelizmente, esse protoolo não permite extrair o transriptoma

exatamente omo ele se apresenta na élula. No proesso que onstitui o RNA-Seq, as moléulas

de RNA que ompõem o transriptoma do organismo são quebradas em pedaços, produzindo uma

espéie de quebra-abeça genétio. Daí surgem os problemas de montar o transriptoma de forma

que seja possível identi�ar os distintos RNAs que o onstituem e determinar a quantidade de

ada um deles. Esses problemas são omumente onheidos omo o problema da reonstrução e

quanti�ação de transriptoma, respetivamente.

1



2 INTRODUÇ�O 1.2

Diversas ferramentas baseadas em diferentes abordagens já foram desenvolvidas para se reons-

truir e quanti�ar o transriptoma. No entanto, nem sempre essas ferramentas apresentam bons

resultados. Esse fato expõe a grande di�uldade de se resolver e�ientemente esse problema. Por

isso, ainda é signi�ativo a elaboração de novas abordagens para ele, omo a modelagem através de

um problema de otimização ombinatória envolvendo sequênias, que, até onde sabemos, nuna foi

utilizada.

Dado o exposto aima, o objetivo prinipal deste trabalho onsiste na proposta e estudo deta-

lhado de um novo problema de otimização ombinatória envolvendo sequênias hamado Problema

do Partiionamento de Similaridade Máxima, e sua apliação no problema da reonstrução e quan-

ti�ação de transriptoma.

1.1 Contribuições

Dentre as ontribuições deste trabalho, listamos as prinipais omo sendo:

• a proposta de um novo problema de otimização ombinatória hamado Problema do Par-

tiionamento de Similaridade Máxima (PPSM) que modela o problema da reonstrução e

quanti�ação de transriptoma;

• uma prova de que o PPSM é NP-difíil no sentido forte;

• o desenvolvimento de duas heurístias gulosas que enontram soluções para o PPSM em tempo

polinomial, disponíveis em https://github.om/alexzaaron/heuristiasppsm;

• a geração de um onjunto de testes arti�iais para o PPSM, além de testes semi-arti�iais

e reais para o problema da reonstrução e quanti�ação de transriptoma, disponível em

https://github.om/alexzaaron/testesppsm;

• a publiação de um artigo na 15th International Conferene on Computational Siene and

Its Appliations (ICCSA 2015), intitulado The Maximum Similarity Partitioning Problem

and Its Appliation in the Transriptome Reonstrution and Quanti�ation Problem (DOI:

10.1007/978-3-319-21404-7_19).

1.2 Organização do Texto

Além desta introdução, este trabalho está dividido em outros ino apítulos. O Capítulo 2 apre-

senta oneitos de Ciênia da Computação e Biologia Moleular neessários para a ompreensão

do problema abordado. No Capítulo 3 o Problema do Partiionamento de Similaridade Máxima é

formalmente de�nido e são apresentados detalhes de omo ele modela o problema da reonstrução

e quanti�ação de transriptoma, seguidos pela prova de que ele é NP-difíil no sentido forte. As

duas heurístias para o Problema do Partiionamento de Similaridade Máxima são apresentadas

no Capítulo 4, juntamente om a análise da omplexidade de tempo delas. O Capítulo 5 traz a

metodologia dos testes apliados e a análise dos resultados obtidos pelas heurístias quanto ao Pro-

blema do Partiionamento de Similaridade Máxima e ao problema da reonstrução e quanti�ação

de transriptoma. Por �m, o trabalho é onluído no Capítulo 6 junto om algumas sugestões que

podem ser exploradas futuramente.

https://github.com/alexzaccaron/heuristicasppsm
https://github.com/alexzaccaron/testesppsm
http://dx.doi.org/10.1007/978-3-319-21404-7_19


Capítulo 2

Fundamentação Teória

Para uma ompreensão adequada do problema abordado neste trabalho, é neessário o onhe-

imento de alguns oneitos de Computação e Biologia Moleular. Os oneitos detalhados neste

apítulo baseiam-se em diversos trabalhos da literatura [1�13℄.

2.1 Coneitos de Computação

Um dos prinipais foos da Ciênia da Computação é a formulação e análise de problemas

omputaionais que podem ter apliação tanto na própria Ciênia da Computação quanto em

outras áreas de onheimento omo a Biologia, a Físia e a Químia. Dessa forma, a Ciênia da

Computação está presente em diversos ampos de pesquisa, atuando no avanço ientí�o deles.

Por isso, a ompreensão de oneitos de omputação, sobretudo da Teoria da Computação, se faz

neessária.

2.1.1 Problemas Computaionais

A Teoria da Computação tem omo prinipal objetivo a análise e resolução de problemas ompu-

taionais. Esses problemas podem ser lassi�ados basiamente em problemas de busa, de ontagem,

de otimização e de deisão. Neste trabalho, estamos interessados nos problemas de otimização e

deisão, os quais serão de�nidos nesta seção.

Todo problema omputaional possui uma ou mais instânias que onsistem na entrada ne-

essária para se alular uma solução para o problema. Nesse ontexto, de�nimos um algoritmo

omo uma sequênia de passos omputaionais que toma um dado ou um onjunto de dados omo

entrada e o transforma em um novo dado ou um novo onjunto de dados de saída. Geralmente,

os algoritmos são utilizados omo uma ferramenta para resolver problemas omputaionais, onde

a entrada orresponde a uma instânia do problema a ser resolvido e a saída orresponde a uma

solução de tal instânia [3℄. Dizemos que um algoritmo é orreto se, para qualquer instânia de

um problema omputaional dada omo entrada, ele gera uma saída orreta. Dessa forma, dizemos

que um algoritmo orreto resolve um problema omputaional [3℄.

Os problemas de otimização são problemas para os quais existe um onjunto de soluções

viáveis, tal que ada solução possui um valor assoiado α alulado por uma função objetivo, e

desejamos enontrar uma solução om o �melhor� α assoiado, hamada de solução ótima. Dada

uma instânia de um problema de otimização P que possui um onjunto de soluções viáveis S, P

3
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é dito um problema de minimização se desejamos enontrar uma solução si ∈ S tal que o valor

αi assoiado é o menor possível, ou seja, ∄sk ∈ S tal que αk < αi. De maneira análoga, P é dito

um problema de maximização se desejamos enontrar uma solução si ujo valor assoiado αi

é o maior possível, ou seja, ∄sk ∈ S tal que αk > αi [3℄. Alguns problemas de otimização pos-

suem onjunto in�nito de soluções, enquanto outros não. Chamamos de problema de otimização

ombinatória um problema de otimização ujo onjunto de soluções é �nito [14, 15℄.

Os problemas de deisão são problemas uja resposta é simplesmente �sim� ou �não�. Geral-

mente, problemas de deisão representam perguntas do tipo: �para um dado valor k, existe uma

solução si ujo valor assoiado αi é maior (ou menor) que k?�. Pereba que a resposta para essa per-

gunta é �sim� ou �não�. Denotamos por SIMP e NAOP os onjuntos de instânias de um problema

de deisão P uja respostas são �sim� e �não�, respetivamente. Podemos expressar um problema

de otimização omo um problema de deisão, estabeleendo um limite k [4℄. Para exempli�ar tal

a�rmação, onsidere o seguinte problema de otimização:

Problema do Caixeiro Viajante (PCV): dadas n idades c1, c2, ..., cn e a distânia d(ci, cj)

entre ada par de idades ci e cj, enontre um aminho que passe pelas n idades uja distânia

total seja mínima.

Repare que o PCV é um problema de otimização ombinatória de minimização, pois existe um

número �nito de aminhos possíveis entre as n idades e, dentre todos esses aminhos, deseja-se

o de menor distânia. A partir da versão de otimização do PCV, é possível de�nir sua versão de

deisão, apresentada a seguir.

Problema do Caixeiro Viajante - versão de deisão (PCV

D

): dadas n idades c1, c2, ..., cn,

a distânia d(ci, cj) entre ada par de idades ci e cj, e um limite k, existe um aminho que passe

pelas n idades uja distânia total é menor ou igual a k?

Observe que o PCV

D

aparenta ser mais fáil que sua versão de otimização, pois uma solução

para ele onsiste em apenas veri�ar se existe tal aminho. Por isso, onsiderando um problema

de otimização P e seu respetivo problema de deisão P
D

, dizemos que P
D

não é mais difíil que

P , ou seja, P é tão difíil quanto P
D

[4℄. Tal argumento pode ser veri�ado onsiderando que, se

resolvemos P , então podemos omparar o valor α assoiado à solução ótima enontrada om o

limitante k de P
D

. Se P é um problema de minimização e α ≤ k, então P
D

terá omo resposta

�sim�. Caso α > k, P
D

terá omo resposta �não�. De maneira semelhante, se P é um problema de

maximização e α ≥ k, então P
D

terá omo resposta �sim�. Caso α < k, P
D

terá omo resposta �não�.

Toda instânia de um problema omputaional pode ser mapeada em uma únia adeia de

símbolos onstruída sobre um alfabeto �nito. Esse mapeamento hama-se odi�ação. Geralmente,

as instânias são odi�adas em adeias binárias, formadas por 0s e 1s. Dessa forma, uma instânia

i de um problema omputaional P é odi�ada em uma adeia binária e(i) por meio de uma

odi�ação e : i → {0, 1}∗. Agora, onsidere um algoritmo A que resolve P . A adeia e(i) é dada

omo entrada para A, que, por sua vez, produz uma saída orreta que orresponde a uma solução

de P para a instânia i. Ou seja, A não toma omo entrada a instânia i em si, mas a odi�ação

e(i) de i. Assim, de�nimos o tamanho da entrada orrespondente à instânia i dada para A omo

a quantidade de símbolos em e(i) [3, 6℄. Dado um problema de deisão Q e o onjunto de instânias

IQ de Q, representamos o tamanho da entrada pela função Length: IQ → Z+
que determina o

tamanho de uma instânia i ∈ IQ. Por exemplo, seja i = {a1, a2, ..., an} um onjunto de n números
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naturais odi�ados no sistema de numeração deimal, então Length(i) ≈
∑n

k=1(⌊log2 ak⌋+1), isto

é, o valor de Length(i) é, aproximadamente, igual ao número de 0s e 1s neessários para odi�ar os

n números no sistema de odi�ação binário. Já a função Max: IQ → Z+
determina a magnitude

do maior número em uma instânia i ∈ IQ [5℄. Para o exemplo anterior, Max(i) = max{ak : ak ∈ i}.

Veremos na próxima seção que o tamanho da entrada dada para um algoritmo é utilizado

para realizar a análise da sua omplexidade. Para esse objetivo, geralmente é onsiderada uma

de�nição de tamanho da entrada um pouo diferente da apresentada anteriormente. Informalmente,

o tamanho da entrada de um algoritmo onsiste no número de itens na entrada [3℄. O termo itens

é um tanto vago e, por isso, o onsideramos omo as unidades elementares que ompõem uma

instânia de um problema, do ponto de vista do problema. Tais unidades elementares podem ser

letras, palavras, vérties ou arestas. Por exemplo, o tamanho da entrada do PCV

D

onsiste no

número de idades, as distânias entre ada par de idades e o limite k.

2.1.2 Complexidade Computaional

Analisar a omplexidade de um algoritmo signi�a prever os reursos (memória, largura de banda

de omuniação, tempo de exeução, et) que ele neessita para resolver um erto problema. Fre-

quentemente, nos preoupamos om o tempo de exeução, ou omplexidade de tempo, do algoritmo,

que é dado em função do tamanho de sua entrada [3℄.

O tempo de exeução de um algoritmo é medido pelo número de passos básios que ele exeuta

durante o proessamento da entrada. Como entradas distintas quase sempre signi�am tempos de

exeução distintos, é muito omum a análise do tempo de exeução de um algoritmo no pior aso.

Nessa análise, dentre todas as entradas de tamanho n, onsidera-se aquela (ou aquelas) sobre a qual

o algoritmo leva o maior tempo para proessar e gerar uma saída [16℄. Uma maneira de desrever

a omplexidade de tempo de um algoritmo é através da notação assintótia, sendo as prinipais a

notação O, a notação Ω e a notação Θ, ujas de�nições apresentam-se a seguir.

Dada uma função f(n), dizemos que f(n) = O(g(n)) se existem onstantes positivas c e n0 tais

que 0 ≤ f(n) ≤ cg(n), para todo n ≥ n0. Ou seja, g(n) é um limite assintótio superior de f(n).

Dizemos também que f(n) = Ω(g(n)) se existem onstantes positivas c e n0 tais que 0 ≤ cg(n) ≤

f(n), para todo n ≥ n0. Ou seja, g(n) é um limite assintótio inferior de f(n). Por �m, dizemos

que f(n) = Θ(g(n)) se existem onstantes positivas c1, c2 e n0 tais que 0 ≤ c1g(n) ≤ f(n) ≤ c2g(n),

para todo n ≥ n0. Ou seja, g(n) é um limite assintótio restrito de f(n). Dado um algoritmo que

exeuta f(n) passos para proessar uma entrada de tamanho n e gerar uma saída, dizemos que

ele é O(g(n)) se f(n) = O(g(n)). Se f(n) = Ω(g(n)) dizemos que o algoritmo é Ω(g(n)). Caso

f(n) = Θ(g(n)), então dizemos que ele é Θ(g(n)) [3℄.

Um algoritmo é dito polinomial se a sua omplexidade de tempo de exeução, no pior aso,

for limitada superiormente por uma função polinomial sobre o tamanho da entrada. De maneira se-

melhante, dizemos que um algoritmo é exponenial se a sua omplexidade de tempo de exeução,

no pior aso, for limitada superiormente por uma função exponenial sobre o tamanho da entrada.

Considere, por exemplo, um algoritmo que tome uma entrada de tamanho n. Ele é um algoritmo

polinomial se ele for O(nk), para alguma onstante k. Caso ele seja O(kn), para alguma onstante k,

então ele é um algoritmo exponenial. Observe que, para uma entrada su�ientemente grande, um

algoritmo polinomial exeutará uma quantidade menor de passos em omparação a um algoritmo

exponenial, sendo assim mais rápido. Além disso, todo algoritmo polinomial também é exponen-
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ial, pois a mesma função que impõe um limite superior assintótio sobre o algoritmo exponenial

também o faz para o algoritmo polinomial [3℄. Além dos algoritmos polinomiais e exponeniais, exis-

tem também os algoritmos pseudo-polinomiais. Um algoritmo é hamado de pseudo-polinomial

quando seu tempo de exeução é limitado superiormente por um polin�mio nas variáveis Length(i)

e Max(i), relaionados à instânia de entrada i [6℄.

Normalmente, dizemos que um problema omputaional pode ser resolvido em tempo polinomial

se existe um algoritmo polinomial que o resolve. De maneira análoga, dizemos que ele pode ser

resolvido em tempo pseudo-polinomial ou exponenial se existe um algoritmo pseudo-polinomial

ou exponenial que o resolve, respetivamente. Nem todo problema que é resolvido em tempo

exponenial também é resolvido em tempo polinomial ou pseudo-polinomial. Tais problemas são

onsiderados difíeis e, omo veremos a seguir, pertenem a uma lasse espeí�a de problemas.

2.1.3 Classes de Problemas Computaionais

Os problemas omputaionais podem ser lassi�ados de aordo om os seus níveis de di�ul-

dade. Esse é um dos prinipais objetivos de um dos ramos da Teoria da Computação, hamado de

Teoria da Complexidade Computaional. Enquanto há problemas simples que podem ser resolvidos

por algoritmos polinomiais, existem outros mais omplexos para os quais não se onheem algorit-

mos polinomiais que os resolvem. Nesta seção, apresentaremos as prinipais lasses de problemas

omputaionais, que são a lasse P, a lasse NP e a lasse NPC.

A Teoria da Complexidade Computaional se aplia diretamente aos problema de deisão. Como

disutido na Seção 2.1.1, todo problema de otimização Q possui uma versão de deisão Q
D

não

mais difíil que a sua versão de otimização [4℄. Dessa forma, se não existe um algoritmo polinomial

que resolve Q
D

, então Q também não pode ser resolvido por um algoritmo polinomial. Em outras

palavras, os resultados obtidos para os problemas de deisão se apliam aos problemas de otimização

[6℄.

A lasse P onsiste dos problemas de deisão que podem ser resolvidos por um algoritmo poli-

nomial, ou seja, ela inlui os problemas para os quais existem algoritmos que os resolvem em tempo

O(nk) para alguma onstante k, onde n é o tamanho da entrada [3℄. Essa lasse inlui problemas

onsiderados simples de se resolver. Dado um grafo G, dois vérties u e v de G e um valor k, veri�ar

se existe um aminho de u até v de tamanho menor ou igual a k é um exemplo de problema da

lasse P.

A lasse NP inlui os problemas de deisão ujas soluções podem ser veri�adas por um al-

goritmo polinomial. Mais espei�amente, um problema de deisão Q está em NP se, dada uma

solução sq de uma instânia i ∈ SIMQ de Q, podemos veri�ar se sq é uma solução válida para

i por meio de um algoritmo polinomial [3, 6℄. O PCV

D

é um exemplo de um problema que está

em NP, pois, dado um aminho p que passa pelas n idades, pode-se alular a distânia total de

p somando-se as distânias entre ada par de idades dadas omo solução, e então veri�ar se a

distânia total não é maior que k. Observe que ambos esses passos podem ser exeutados por um

algoritmo polinomial.

Todo problema que está em P também está em NP ou seja, P ⊆ NP. A demonstração de que P

está em NP vai além do esopo deste trabalho, mas pode ser vista detalhadamente em [6℄. Ainda

sobre a relação entre as lasses P e NP, nos deparamos om uma das maiores questões ainda em
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aberto na Teoria da Computação, que onsiste em determinar se P = NP ou não

1

[6℄.

Para o orreto entendimento da lasse NPC, é neessária a ompreensão de um proedimento

denominado redução polinomial. Considere dois problemas de deisão Q e Q′
. Uma redução po-

linomial de Q em Q′
é um mapeamento, feito por uma função f : iQ → iQ′

, de uma instânia

qualquer iQ de Q em uma instânia iQ′
de Q′

tal que: 1) iQ′ ∈ SIMQ′
se, e somente se, iQ ∈ SIMQ

e 2) f é alulada em tempo polinomial. Se existe uma redução polinomial de Q em Q′
, dizemos que

Q é polinomialmente redutível em Q′
e denotamos esse fato por Q ∝ Q′

. Além disso, dada essa

redução, pode-se a�rmar que, se Q′
é resolvido em tempo polinomial, então Q também é resolvido

em tempo polinomial. De maneira semelhante, se não existe um algoritmo polinomial que resolve

Q, então também não existe um algoritmo polinomial que resolve Q′
[4℄.

A lasse NPC ou NP-ompleto onsiste dos problemas que 1) estão em NP e 2) são tão

difíeis quanto qualquer outro problema em NP [3℄. Mais espei�amente, um problema de deisão

Q é um problema NP-ompleto se 1) Q ∈ NP e 2) dado qualquer outro problema de deisão Q′

em NP, Q′ ∝ Q [6℄. Isso signi�a que os problemas NP-ompletos são os problemas mais difíeis

em NP. Intuitivamente, se existir um algoritmo polinomial que resolve um problema NP-ompleto,

então qualquer outro problema em NP pode ser resolvido em tempo polinomial, provando assim

que P = NP

2

. Geralmente, para provar que um dado problema de deisão é NP-ompleto, é preiso

estabeleer uma redução polinomial de algum outro problema NP-ompleto nele [6℄.

A análise de problemas onsiderados difíeis não se limita somente aos problemas em NP. Existe

também a lasse dos problemas NP-difíeis que orrespondem aos problemas tão difíeis quanto

qualquer outro problema em NP. Mais preisamente, um problema de deisão Q é NP-difíil se,

para qualquer outro problema Q′
em NP, Q′ ∝ Q, independente se Q está em NP ou não [3, 6℄. Isso

signi�a que todo problema NP-ompleto é NP-difíil, ou seja, a lasse NP-ompleto está ontida na

lasse NP-difíil. No entanto, a lasse NP-difíil não inlui somente problemas de deisão, ela inlui

também problemas de otimização. Por isso, é omum dizermos que, se um problema de deisão Q
D

é NP-ompleto, então seu respetivo problema de otimização Q é NP-difíil, pois sabe-se que Q
D

não é mais difíil que Q e, de maneira geral, não é uma tarefa simples deidir se Q está ou não em

NP. A versão de otimização do Problema do Caixeiro Viajante, por exemplo, é NP-difíil [6℄.

Assumindo que P 6= NP, a prova de que um problema é NP-ompleto elimina qualquer possibi-

lidade de resolvê-lo em tempo polinomial. No entanto, esse resultado não elimina, neessariamente,

a possibilidade dele ser resolvido por um algoritmo pseudo-polinomial. A partir disso, lassi�amos

omo problemas NP-ompletos no sentido forte os problemas NP-ompletos que não podem ser

resolvidos em tempo pseudo-polinomial. Expliando melhor, onsidere um problema NP-ompleto

Q que possui um onjunto de instânias I. Agora, onsidere um polin�mio (sobre os inteiros) p e

um subonjunto I ′ de I, tal que, para qualquer instânia i ∈ I ′,

Max(i) ≤ p(Length(i)). (2.1)

Observe que essa desigualdade impõe um limite superior em função do tamanho da entrada sobre

a magnitude dos números nas instânias em I ′. Se existe um algoritmo pseudo-polinomial A que

resolve Q, então Q restrito às instânias em I ′, que denotaremos por Qp, pode ser resolvido em

tempo polinomial. Esse fato pode ser demonstrado utilizando o próprio algoritmo A para resolver

1

Aqui vale salientar que existe uma forte rença entre os ientistas da omputação de que P 6= NP.

2

No entanto, não se onhee nenhum problema NP-ompleto que possa ser resolvido por um algoritmo polinomial.
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Qp. Uma vez que todas as instânias de Qp satisfazem a desigualdade 2.1, A é exeutado em tempo

polinomial tomando qualquer instânia i ∈ I ′ omo entrada. Agora, suponhamos que Qp é um

problema NP-ompleto, ou seja, ele não pode ser resolvido por um algoritmo polinomial. Então

Qp também não pode ser resolvido por um algoritmo pseudo-polinomial, pois qualquer algoritmo

pseudo-polinomial que o resolve exeutaria, de fato, em tempo polinomial, ontradizendo nosso

enário hipotétio. Intuitivamente, Q também não pode ser resolvido por um algoritmo pseudo-

polinomial, aso ontrário, tal algoritmo seria utilizado para resolver Qp em tempo polinomial,

ontrariando novamente nosso enário hipotétio. Dessa forma, dizemos que um problema de deisão

Q é NP-ompleto no sentido forte se Q ∈ NP e Qp é NP-ompleto. De maneira semelhante,

dizemos que um problema Q é NP-difíil no sentido forte, se Qp é NP-difíil, independente se

Q está ou não em NP [4, 6℄.

Todas as lasses de problemas omputaionais apresentadas até agora relaionam-se entre si.

Esse relaionamento enontra-se esquematizado na Figura 2.1, onde a lasse P é representada omo

um subonjunto da lasse NP e a lasse NP-ompleto é representada omo a interseção da lasse

NP e da lasse NP-difíil.

Figura 2.1: Diagrama que representa a relação entre as lasses de problemas omputaionais.

PSfrag replaements

sentido forte

sentido forte

NP-difíil no

NP-ompleto no

NP-difíil

NP-ompleto

NP

P

Uma observação importante sobre os problemas NP-ompletos no sentido forte está relaionada

om os ditos problemas numérios. Os problemas de deisão ujos onjuntos de instânias não satis-

fazem a desigualdade 2.1 são hamados de problemas numérios (do inglês, number problems).

Os únios problemas NP-ompletos que podem ser resolvidos em tempo pseudo-polinomial são os

problemas numérios [6℄. A partir disso, dado um problema de deisão Q, se Q é NP-ompleto e

não é um problema numério, então Q é um problema NP-ompleto no sentido forte. Dessa forma,

pode-se provar que um problema não numério é NP-ompleto no sentido forte simplesmente ve-

ri�ando se ele é NP-ompleto. Agora, quando o problema em questão é numério, seguimos uma

abordagem diferente, desrita a seguir.

Uma maneira de veri�ar se um dado problema numério é NP-ompleto no sentido forte é

através de uma redução pseudo-polinomial [4, 6℄. A redução pseudo-polinomial é semelhante à

redução polinomial, porém, om algumas ondições adiionais. Considere Q e Q′
dois problemas de

deisão om onjuntos de instânias IQ e IQ′
, respetivamente. Uma redução pseudo-polinomial

de Q em Q′
é uma função f : IQ → IQ′

tal que:

1. ∀i ∈ IQ, i ∈ SIMQ se, e somente se, f(i) ∈ SIMQ′
.
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2. A função f pode ser alulada em tempo pseudo-polinomial.

3. Existe uma função polinomial p tal que ∀i ∈ IQ, p(Length(f(i))) ≥ Length(i).

4. Exite uma função polinomial q tal que ∀i ∈ IQ, Max(f(i))) ≤ q(Max(i), Length(i)).

Note que as ondições 1 e 2 são quase idêntias às da redução polinomial, exeto que agora

há um pouo mais de liberdade na omplexidade de tempo para se alular f , pois ela pode ser

determinada em tempo pseudo-polinomial. A ondição 3 requer que a redução não ause uma

diminuição signi�ativa no tamanho da entrada, e a ondição 4 assegura que a magnitude do maior

número da instânia i não resça exponenialmente em termos de Max(i) e Length(i). Se Q é NP-

ompleto no sentido forte, Q′ ∈ NP, e existe uma redução pseudo-polinomial de Q em Q′
, então Q′

é NP-ompleto no sentido forte [6℄.

2.2 Coneitos Envolvendo Sequênias

Dentre a imensa variedade de problemas omputaionais existentes, podemos destaar aque-

les que envolvem sequênias de arateres, que vão desde problemas simples, omo enontrar uma

palavra em um texto, até problemas mais omplexos, omo determinar o número mínimo de ope-

rações para transformar uma sequênia em outra. Nesse ontexto, serão apresentadas nesta seção

as prinipais notações e oneitos relaionados a sequênias.

2.2.1 De�nições Básias

Um alfabeto Σ é um onjunto �nito de arateres. Uma sequênia s onstruída sobre Σ

orresponde a uma onatenação ordenada e �nita de arateres em Σ. A partir do alfabeto Σ =

{A, B, C, D, R}, por exemplo, podemos formar as sequênias s = ABRACADABRA e t = BRADA.

Pereba que existe um grande número de sequênias distintas que podem ser onstruídas sobre Σ.

Representamos por Σ∗
o onjunto de todas as sequênias �nitas onstruídas sobre Σ. De�nimos ainda

Σ = Σ ∪ {`−'}, onde `−' representa um espaço. O tamanho de uma sequênia s é a quantidade

de arateres que s possui e é representado por |s|. Denotamos por s[i], om 1 ≤ i ≤ |s|, o i-ésimo

aratere de uma sequênia s. No exemplo anterior, onde s = ABRACADABRA e t = BRADA,

temos que |s| = 11, |t| = 5, s[2] = B e t[4] = D. Chamamos uma sequênia s de sequênia vazia se

|s| = 0 e a representamos por ǫ. A onatenação de duas sequênias s e t, denotada por u = s • t,

é uma operação que gera uma tereira sequênia u que onsiste dos arateres de s seguidos pelos

arateres de t na mesma ordem em que apareem em suas respetivas sequênias.

Uma subsequênia s′ de uma sequênia s onsiste em uma ópia de s om alguns, todos ou

nenhum dos seus arateres removidos. Já um segmento de uma sequênia s é um treho om zero

ou mais arateres onseutivos de s. Uma segmento de s, onde o i-ésimo e o j-ésimo arateres de s

orrespondem, respetivamente, ao primeiro e último arateres do segmento, é denotado por s[i..j].

Caso i > j, temos um segmento vazio. Considerando novamente a sequênia s do nosso exemplo,

podemos onstruir as subsequênias s1 = ABADABA, s2 = ABRACADABRA e s3 = ǫ, e de�nir

os segmentos s[5..8] = CADA e s[2..2] = B. Um pre�xo de uma sequênia s é um segmento s[1..j]

tal que 1 ≤ j ≤ |s|. Se j < 1, hamamos o pre�xo de pre�xo vazio, que equivale à sequênia vazia.

De forma semelhante, um su�xo de uma sequênia s é um segmento s[i..|s|] tal que 1 ≤ i ≤ |s|. Se

i > |s|, hamamos o su�xo de su�xo vazio, que equivale à sequênia vazia.
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Seja s1 = s[i..j] um segmento de uma sequênia s. Denotamos por first(s1) a posição do

primeiro aratere de s1 em s e last(s1) a posição do último aratere de s1 em s, ou seja, first(s1) =

i e last(s1) = j. Agora, onsidere B = {s1, s2, ..., sk} um onjunto de k segmentos de uma sequênia

s. Dizemos que B é um onjunto ordenado de segmentos se, para qualquer segmento si ∈ B:

• first(si) < first(si+1) ou

• first(si) = first(si+1) e last(si) < last(si+1).

Dada uma sequênia s e dois segmentos s1 = s[i..j] e s2 = s[k..l] de s, dizemos que s1 e s2 são

segmentos sobrepostos se i ≤ k ≤ j ou i ≤ l ≤ j ou k ≤ i ≤ l ou k ≤ j ≤ l. Diferentemente,

se s1 termina antes de s2 omeçar, ou seja, se j < k, dizemos que s1 preede s2, e denotamos

esta relação por s1 ≺ s2. Dado um onjunto ordenado de segmentos B de uma sequênia s, um

subonjunto ΓB = {s1, s2, ..., sp} de B é dito uma adeia de segmentos de B se s1 ≺ s2 ≺ ... ≺ sp,

e denotamos a onatenação dos segmentos de ΓB por Γ•
B, ou seja, Γ

•
B = s1•s2•...•sp. Um exemplo

de adeia de segmentos pode ser visto na Figura 2.2.

Figura 2.2: Exemplo de uma adeia de segmentos ΓB de um onjunto ordenado de segmentos B onstruído

a partir de uma sequênia s. Os números no anto superior esquerdo dos segmentos indiam a ordem deles

em B.

1ABR ACA3 DA BRA}7 9{

ABRACARBBADARBRA
1ABR{ 2BRACA

3

4CAR 96BAD
ACA 8RBR

7DA
BBA5

BRA}PSfrag replaements

s =

B =

ΓB =

2.2.2 Problema da Similaridade de Duas Sequênias

Dentre os prinipais problemas envolvendo sequênias destaa-se o Problema da Similaridade

de Duas Sequênias, que está diretamente relaionado om o problema abordado nesta dissertação.

Antes de de�nirmos o Problema da Similaridade de Duas Sequênias, apresentaremos algumas

de�nições neessárias para o entendimento dele.

Seja Σ um alfabeto qualquer que não inlua o aratere espaço (`−'), e u e v duas sequênias

onstruídas sobre Σ tais que |u| = n e |v| = m. Um alinhamento M das sequênias u e v é

uma matriz 2 × l, om n,m ≤ l ≤ m + n, tal que a primeira e segunda linha de M inluem,

respetivamente, os arateres de u e v, na mesma ordem em que apareem em suas respetivas

sequênias, interalados om l− n e l−m espaços. Além disso, não existe em M olunas ontendo

somente espaços, ou seja, ∄i tal que M [1][i] = M [2][i] = `−'. As sequênias u e v om espaços

interalados são representadas por u e v, respetivamente, e pela de�nição de alinhamento, são

tais que u e v ∈ Σ e |u| = |v| = l [7℄. Nesse ontexto, as olunas de M que ontém um espaço na

primeira ou na segunda linha são hamadas spaes. Já as olunas que ontém o mesmo aratere são

hamadas mathes e as olunas om arateres diferentes são hamadas mismathes. A matriz

M mostrada na Figura 2.3 é um exemplo de alinhamento das sequênias u = INCIDENTAR e v =

CADERNETA, onstruídas sobre o alfabeto Σ = {A, C, D, E, I, N, R, T}. As olunas 1, 2, 7, 9 e

12 de M são spaes, as olunas 3, 5, 6, 8, 10 e 11 são mathes e a oluna 4 é um mismath.
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Figura 2.3: Exemplo de um alinhamento M das sequênias u = INCIDENTAR e v = CADERNETA.

1 2 3 4 5 6 7 8 9 10 11 12

M =
I N C I D E − N − T A R = u
− − C A D E R N E T A − = v

Dada uma função de pontuação ω : Σ × Σ 7→ R, que atribui um valor real para ada

par de arateres (c1, c2) pertenentes a Σ, a pontuação de um alinhamento M , denotada

por Scoreω(M), é de�nida omo

∑l
i=1 ω(M [1][i],M [2][i]). A Tabela 2.1 apresenta um exemplo de

função de pontuação para o alfabeto Σ = {A, C, D, E, I, N, R, T} ∪ {`−'}, onde o valor ω(c1, c2)

de ada par de arateres (c1, c2) enontra-se na linha c1 e oluna c2 da tabela.

Tabela 2.1: Exemplo de uma função de pontuação ω para o alfabeto Σ = {A, C, D, E, I, N, R, T} ∪ {`−'}.

c1

c2
A C D E I N R T −

A 3 1 1 1 1 1 1 1 −1

C 2 1 1 1 1 1 1 −2
D 3 1 1 1 1 1 −1
E 2 1 1 1 1 −2
I 3 1 1 1 −1
N 2 1 1 −1
R 3 1 −2
T 2 −3
− 0

Considerando o alinhamento M apresentado na Figura 2.3 e a função de pontuação representada

pela Tabela 2.1, podemos determinar a pontuação de ada oluna deM , omo apresentado na Figura

2.4, e alular o valor de Scoreω(M) =
∑12

i=1 ω(M [1][i],M [2][i]) = 7.

Figura 2.4: Alinhamento M om pontuação.

1 2 3 4 5 6 7 8 9 10 11 12

M =
I N C I D E − N − T A R = u
− − C A D E R N E T A − = v

ω = −1 −1 2 1 3 2 −2 2 −2 2 3 −2

É fáil ver que podem existir vários alinhamentos distintos entre duas sequênias, ada um om

sua pontuação orrespondente. Chamamos então de similaridade de duas sequênias u e v om

respeito a uma função de pontuação ω, denotada por simω(u, v), a maior dentre as pontuações

de todos os possíveis alinhamentos de u e v. Mais preisamente, dado o onjunto Π dos possíveis

alinhamentos das sequênias u e v, simω(u, v) = max{Scoreω(M) : M ∈ Π}. A partir disso,

denominamos de alinhamento ótimo das sequênias u e v um alinhamento uja pontuação é igual

a simω(u, v). Repare que podem existir alinhamentos ótimos distintos entre as mesmas sequênias

u e v, omo demonstrado na Figura 2.5.

Com base nas de�nições anteriores, temos o seguinte problema onheido omo Problema da

Similaridade de Duas Sequênias [8, 17℄:

Problema da Similaridade de Duas Sequênias (PSDS): dadas duas sequênias u e v ons-

truídas sobre um alfabeto Σ tal que {−} /∈ Σ e uma função de pontuação ω, enontrar o valor da
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Figura 2.5: Três alinhamentos ótimos distintos das sequênias TREINAR e NECTAR. A similaridade

dessas sequênias, alulada pela função de pontuação da Tabela 2.1, é igual a 9.

T R E I N A R

N - E C T A R

1 -2 2 1 1 3 3

T R E I N A R

N E C T - A R

1 -2 2 1 1 3 3

T R E I N A R

N E C - T A R

1 -2 2 1 1 3 3

similaridade simω(u, v) dessas sequênias.

Uma maneira de determinar a similaridade de duas sequênias u e v é gerar todos os possíveis

alinhamentos delas e devolver a pontuação de um dos alinhamentos ótimos gerados. Entretanto, essa

estratégia é inviável porque o número de alinhamentos distintos entre duas sequênias é exponenial

em relação ao tamanho delas [18℄. Felizmente, existe um abordagem muito mais rápida baseada na

ténia de programação dinâmia que resolve o PSDS em tempo polinomial.

Dadas duas sequênias u e v e uma função de pontuação ω, a ideia do algoritmo baseado em

programação dinâmia para se determinar o valor de simω(u, v) é alular a similaridade de u e

v através do álulo da similaridade de todos os pre�xos de ambas essas sequênias. Observe que,

onsiderando a adeia vazia, existem |u| + 1 pre�xos de u e |v| + 1 pre�xos de v. Então, podemos

organizar as soluções dos subproblemas do PSDS em uma matriz D de dimensões (|u|+1)× (|v|+

1), onde D[i][j] armazena o valor de simω(u[1..i], v[1..j]). Essa matriz é onheida omo matriz

de alinhamento. Baseando-se nessa organização, existem três ações que são onsideras para se

determinar a similaridade de u[1..i] e v[1..j]:

• determinar a similaridade de u[1..i] e v[1..j − 1] e somar a ela o valor ω(`−', v[j]), referente a

alinhar um espaço om v[j];

• determinar a similaridade de u[1..i−1] e v[1..j−1] e somar a ela o valor ω(u[i], v[j]), referente

a alinhar u[i] om v[j];

• determinar a similaridade de u[1..i − 1] e v[1..j] e somar a ela o valor ω(u[i],`−'), referente a

alinhar u[i] om um espaço.

A partir dessas possíveis ações e observando que estamos em busa da maior pontuação, podemos

determinar o valor que será armazenado em D[i][j] examinando as posições D[i][j−1], D[i−1][j−1]

e D[i−1][j] e esolhendo a ombinação de maior valor. Formalmente falando, preenhemos a posição

D[i][j] om a Reorrênia 2.2, apresentada a seguir:

D[i][j] = max



















D[i][j − 1] + ω(`−', v[j])

D[i− 1][j − 1] + ω(u[i], v[j])

D[i− 1][j] + ω(u[i],`−').

(2.2)

A respeito da primeira linha e da primeira oluna de D, elas são preenhidas da seguinte forma:

D[i][0] = D[i − 1][0] + ω(u[i],`−'), om 1 ≤ i ≤ |u|, e D[0][j] = D[0][j − 1] + ω(`−', v[j]), om

1 ≤ i ≤ |v|, e D[0][0] = 0. Após o preenhimento da matriz D, o valor da similaridade entre as

sequênias u e v estará armazenado na última posição da matriz, ou seja, D[|u|][|v|] [8℄.

É importante observar que, após o álulo de simω(u, v), pode-se onstruir um alinhamento

ótimo das sequênias u e v partindo-se da posição [|u|][|v|] da matriz D e perorrendo-a no sentido
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ontrário àquele utilizado para o seu preenhimento, ou seja, voltando nas élulas orrespondentes

aos valores que deram origem à similaridade determinada.

As ideias apresentadas aima onstituem um algoritmo bastante onheido para determinação

da similaridade de duas sequênias denominado algoritmo de Needleman-Wunsh [9℄. Sobre a sua

omplexidade de tempo, onsiderando que o valor de ada posição D[i][j] pode ser determinado

em tempo onstante, o preenhimento da primeira linha e primeira oluna onsomem tempo O(|v|)

e O(|u|), respetivamente, e as demais posições O(|u||v|). Portanto, a omplexidade de tempo do

algoritmo para determinar o valor de simω(u, v) é O(|u||v|). Reentemente, provou-se que essa

omplexidade de tempo é um limite inferior para o problema, isto é, não existe algoritmo apaz de

resolver o PSDS uja omplexidade de tempo é menor que O(|u||v|) [19℄.

2.3 Coneitos de Biologia Moleular

A Bioinformátia e a Biologia Computaional lidam om problemas biológios e os abordam

através da Ciênia da Computação. Por isso, além de onheimentos em Computação, a ompreensão

de oneitos básios de Biologia e, mais espei�amente, Biologia Moleular, são esseniais para lidar

om tais problemas. Nesta seção serão apresentados alguns desses oneitos, om ênfase naqueles

que estão relaionados ao tema desta dissertação.

2.3.1 O DNA, o RNA e as Proteínas

Todos os seres vivos onheidos são formados por élulas, pequenas unidades fundamentais

protegidas por uma membrana, preenhidas om soluções químias e dotadas da habilidade de riar

ópias delas mesmas [20℄. No interior de todas as élulas de um organismo está armazenada a in-

formação genétia dele, responsável pelas suas funionalidades e araterístias. A essa informação

genétia dá-se o nome de genoma [20℄. O genoma é armazenado em moléulas de áido deso-

xirribonuleio (DNA, do inglês deoxyribonulei aid), que são formadas por unidades básias

denominadas nuleotídeos. Os nuleotídeos se onstituem de um grupo fosfato, uma pentose (açú-

ar) e uma dentre quatro bases nitrogenadas: adenina (A), itosina (C), guanina (G) ou timina

(T) (Figura 2.6). Por se difereniarem apenas pela base nitrogenada que possuem, é omum repre-

sentar os nuleotídeos que ontém adenina, itosina, guanina e timina pelas letras A, C, G e T,

respetivamente. Para failitar a referênia dos ino átomos de arbono da pentose que ompõe o

nuleotídeo, eles são numerados de 1' a 5'. Dessa forma, o fosfato liga-se om a pentose através do

arbono 5' e om a base nitrogenada através do arbono 1' [20, 21℄.

Figura 2.6: Estrutura de um nuleotídeo, onde F orresponde a um grupo fosfato, P a uma pentose e B a

uma das bases nitrogenadas.

F

P

B

4’

3’

2’
1’

5’

Os nuleotídeos que onstituem o DNA são unidos por uma ligação ovalente do arbono 3' de
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uma pentose om o arbono 5' da pentose seguinte, ligação essa que se faz através de um fosfato.

Dessa forma, os nuleotídeos se agrupam em uma adeia, ou �ta, que pode ser visualizada omo

uma sequênia de bases nitrogenadas ligadas a uma espinha dorsal onstituída de fosfatos e pentoses

(Figura 2.7) [20℄. A adeia de nuleotídeos é organizada de tal forma que se permite estabeleer um

sentido, ou polaridade, para ela. Observe que todo nuleotídeo liga-se a outros dois por meio dos

arbonos 3' e 5' de sua pentose, exeto os nuleotídeos das extremidades da adeia. A extremidade

da adeia ujo nuleotídeo não se liga a outro pelo arbono 3' hama-se extremidade 3'. De

maneira análoga, hama-se de extremidade 5' a extremidade da adeia ujo nuleotídeo não se

liga a outro pelo arbono 5'. Sendo assim, se uma adeia de nuleotídeos omeça na extremidade

5' e termina na extremidade 3', dizemos que ela possui sentido 5' → 3'. De maneira análoga, se

a adeia de nuleotídeos omeça na extremidade 3' e termina na extremidade 5', dizemos que ela

possui sentido 3' → 5'.

Figura 2.7: Exemplo de uma adeia de nuleotídeos, onde a extremidade 5' está à esquerda e a extremidade

3' está à direita.

F

P

B

F

P

B

F

P

B

F

P

B

2’

3’

4’

3’

2’

4’

3’

2’

4’

3’

2’

4’

1’

5’ 5’

1’ 1’

5’ 5’

1’

5’    3’

Estruturalmente, o DNA onstitui-se de duas �tas de nuleotídeos interligadas por pontes de

hidrogênio que ligam pares de nuleotídeos, om ada nuleotídeo desse par pertenendo a uma �ta

distinta. Nesse ontexto, A liga-se om T através de duas pontes de hidrogênio, e C liga-se om G

através de três pontes de hidrogênio. Assim, dizemos que existe uma omplementaridade entre

as bases, onde A é omplementar a T, e C é omplementar G. Da mesma forma, T é omplementar

a A e G é omplementar a C. As �tas do DNA possuem sentidos opostos, e por isso são ditas

antiparalelas (Figura 2.8a). Com isso, dizemos que uma �ta do DNA é o omplemento reverso

da outra, ou seja, ela possui sentido oposto e as bases omplementares da outra �ta. As duas adeias

de nuleotídeos do DNA são toridas de modo a formar a onheida estrutura de dupla hélie, onde

as bases nitrogenadas enontram-se na parte interior, enquanto que a espinha dorsal formada pelas

pentoses e fosfatos enontram-se na parte exterior da estrutura (Figura 2.8b) [20, 21℄.

Além do DNA, na élula existe um outro tipo de moléula que se assemelha muito a ele, o

áido ribonuleio (RNA, do inglês ribonulei aid). O RNA possui uma estrutura semelhante

ao DNA, sendo que ele também orresponde a uma adeia de nuleotídeos ligados por uma espinha

dorsal formada pela alternânia entre pentose e fosfato. No entanto, o RNA difere em três aspetos

do DNA. Diferentemente do DNA, onde a pentose hama-se desoxirribose (por isso o nome áido

desoxirribonuleio), no RNA a pentose hama-se ribose (daí o nome áido ribonuleio) [20, 21℄.

Além disso, o RNA orresponde a uma �ta únia de nuleotídeos, e não a duas �tas ligadas por

pontes de hidrogênio, omo o DNA. A outra diferença é que o RNA possui a base uraila (U) ao

invés da timina (T), ou seja, ele orresponde a uma sequênia formada pelas letras A, C, G e U.

Ainda no interior das élulas enontram-se as proteínas. Essas moléulas exeutam uma grande

variedade de funções omo ontrolar a entrada e saída de moléulas na élula, transmitir mensagens
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Figura 2.8: Exempli�ação da organização básia do DNA.

(a) Duas adeias de nuleotídeos ligam-se para formar a estru-

tura do DNA.

1’
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5’    3’

3’    5’
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(b) Estrutura tridimensional do

DNA na forma de dupla hélie.

C

A

C

C

C

C

C

C
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A

A

T

T

T

G

G

T

G

G

TA

AT

G

G

5’ 3’

3’

entre as élulas e atuar omo antiorpos e fontes de luminesênia [20℄. Diferentemente do DNA

e do RNA que são formados por nuleotídeos, as proteínas são formadas por aminoáidos que se

dividem em 20 tipos diferentes (Tabela 2.2). Cada aminoáido une-se a outro através de uma ligação

peptídia, formando uma sequênia linear. Tal sequênia de aminoáidos dobra-se sobre si mesma,

gerando uma estrutura tridimensional própria que depende da ordem em que os aminoáidos estão

distribuídos [20, 21℄.

O DNA, o RNA e as proteínas estão diretamente relaionados em um proesso que oorre em

todas as élulas. Em tal proesso, que será detalhado na próxima seção, a informação genétia

ontida no DNA é expressa om o auxílio do RNA, produzindo as proteínas.

2.3.2 Expressão Gênia

O DNA e o RNA se inter-relaionam através de um proesso hamado expressão gênia. Nesse

proesso, esquematizado na Figura 2.9, proteínas ou RNAs são sintetizados a partir da expressão

de trehos espeí�os do DNA, hamados genes. Frequentemente em euariotos, as sequênias dos

genes que odi�am proteínas são interrompidas por um ou mais trehos de DNA hamados íntrons,

que, aparentemente, não possuem função. Já os trehos da sequênia do gene que odi�am de fato

as proteínas são hamados de éxons [21℄.

Um tipo espeí�o de RNA, hamado RNA mensageiro (mRNA), atua omo intermediário no

proesso de transformar a informação ontida nos genes em proteínas. A expressão gênia se iniia

om a fase de transrição, na qual uma moléula de RNA, hamada pré-mRNA, é produzida

a partir de um gene. Nessa fase, a dupla hélie do treho de DNA orrespondente ao gene sendo

expresso é rompida, e as duas �tas permaneem temporariamente separadas. Uma das �tas atua

omo molde para a produção da moléula de pré-mRNA. Um tipo de enzima, hamada RNA

polimerase, liga-se à �ta molde e a perorre no sentido 3' → 5'. À medida que a RNA polimerase

perorre ada nuleotídeo do gene, ela adiiona o nuleotídeo omplementar orrespondente na
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Figura 2.9: Esquematização do proesso de expressão gênia. Nesta �gura, o produto �nal é uma sequênia

de aminoáidos (proteína). Figura adaptada de Kishi [1℄.
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moléula de pré-mRNA. Assim, a moléula de pré-mRNA é riada gradualmente no sentido 5' →

3', om os nuleotídeos omplementares aos da �ta molde, ou seja, tal mRNA será o omplemento

reverso da �ta molde, mas om a diferença de que ele possui a base U ao invés da base T. Quando a

RNA polimerase hega ao �m do gene, a moléula de pré-mRNA reém riada é liberada e a ligação

entre as duas �tas do DNA é restabeleida. É importante notar que tanto os éxons quanto os íntrons

de um gene são transritos para o pré-mRNA produzido a partir dele. Por isso, onsidera-se que as

moléulas de pré-mRNA também possuem íntrons e éxons, embora eles sejam trehos do gene.

Normalmente, em proariotos o pré-mRNA já está pronto para ser transformado em proteína

assim que ele é produzido. No entanto, em organismos euariotos é omum a oorrênia de uma

fase adiional hamada reomposição (ou spliing, do inglês). Durante a reomposição, trehos

que não odi�am aminoáidos, os íntrons, são removidos do pré-mRNA, enquanto que os trehos

restantes, os éxons, são unidos de forma que o pré-mRNA volte a ser uma sequênia linear. Com

isso, o pré-mRNA que ontém somente os éxons passa a ser hamado de mRNA maduro, ou

somente mRNA.

A última fase da síntese de proteínas onsiste na tradução da moléula de mRNA em uma adeia

de aminoáidos. Por isso, essa fase reebe o nome de tradução. Cada aminoáido é traduzido a

partir de uma trina de nuleotídeos, hamada de ódon. Esse sistema de odi�ação que assoia

um ódon a um aminoáido é onheido omo ódigo genétio, e é apresentado na Tabela 2.2.

Durante a fase de tradução, o mRNA liga-se ao ribossomo, uma estrutura formada por um outro tipo

de RNA denominado RNA riboss�mio (rRNA), e diversas proteínas. Então, om a ajuda de um

tereiro tipo de RNA, hamado de RNA transportador (tRNA), ada ódon do mRNA é traduzido

em um aminoáido. Expliando melhor essa fase, ada moléula de tRNA arrega um aminoáido

e uma trina de nuleotídeos, hamada de antiódon, que orresponde ao omplemento reverso

do ódon assoiado ao aminoáido arregado por ela. Quando o ribossomo se posiiona sobre um

ódon do mRNA, oorre a ligação desse ódon om o antiódon omplementar arregado por uma
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moléula de tRNA. O aminoáido trazido pelo tRNA é então retido no ribossomo, que avança para

o próximo ódon do mRNA, no sentido 5' → 3', de forma a permitir que o próximo tRNA ligue-se

a ele enquanto que o tRNA anterior é liberado. Dessa forma, a adeia de aminoáidos que onstitui

a proteína é riada gradualmente. Quando o ribossomo alança um ódon orrespondente a um

sinal de parada (STOP), ele libera a adeia de aminoáidos e se desprende do mRNA. A partir

desse ponto, a adeia de aminoáidos sofre alguns eventos pós-traduionais, dentre os quais está o

dobramento em sua estrutura tridimensional própria, para então a proteína omeçar a exerer suas

funções na élula [20, 21℄.

Tabela 2.2: Os 20 tipos de aminoáidos e os ódons orrespondentes a eles om os nuleotídeos na primeira,

segunda e tereira posição na orientação 5' → 3'. O termo STOP orresponde ao sinal de parada.

1

a

base

2

a

base

3

a

base

U C A G

U

Fenilalanina (F) Serina (S) Tirosina (Y) Cisteína (C) U

Fenilalanina (F) Serina (S) Tirosina (Y) Cisteína (C) C

Leuina (L) Serina (S) STOP STOP A

Leuina (L) Serina (S) STOP Triptofano (W) G

C

Leuina (L) Prolina (P) Histidina (H) Arginina (R) U

Leuina (L) Prolina (P) Histidina (H) Arginina (R) C

Leuina (L) Prolina (P) Glutamina (Q) Arginina (R) A

Leuina (L) Prolina (P) Glutamina (Q) Arginina (R) G

A

Isoleuina (I) Treonina (T) Asparagina (N) Serina (S) U

Isoleuina (I) Treonina (T) Asparagina (N) Serina (S) C

Isoleuina (I) Treonina (T) Lisina (K) Arginina (R) A

Metionina (M) Treonina (T) Lisina (K) Arginina (R) G

G

Vanila (V) Alanina (A) Aspartato (D) Gliina (G) U

Vanila (V) Alanina (A) Aspartato (D) Gliina (G) C

Vanila (V) Alanina (A) Glutamato (E) Gliina (G) A

Vanila (V) Alanina (A) Glutamato (E) Gliina (G) G

É interessante observar que o mRNA não é o únio tipo de RNA que é produzido a partir dos

genes. Existem genes ujo produto �nal não são as proteínas, mas tipos espeí�os de RNA, omo o

rRNA, o tRNA, já menionados anteriormente, e o pequeno RNA nulear (snRNA, do inglês small

nulear RNA) que ontrola a reomposição do pré-mRNA [20℄.

O proesso de expressão gênia, ujo produto �nal são as proteínas, é um proedimento fun-

damental que oorre em todas as élulas de todos os seres vivos. Por isso, ele reebe o nome de

Dogma Central da Biologia Moleular [20℄.

2.3.3 O Transriptoma

O transriptoma está diretamente relaionado ao proesso de expressão gênia. No ontexto de

tal proesso, denominamos de transrito uma moléula de RNA que foi transrita a partir do DNA

[12, 20℄. No interior da élula existem vários transritos distintos, os quais, por sua vez, possuem

várias ópias. Ao onjunto de ópias de um transrito dá-se o nome de abundânia do transrito

ou simplesmente abundânia [12℄. O transriptoma de uma élula é de�nido omo o onjunto de

transritos existentes na élula em um dado momento juntamente om suas respetivas abundânias

[12, 22℄.
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Durante o proesso de reomposição do pré-mRNA, onde os íntrons são eliminados, pode oorrer

um fen�meno hamado reomposição alternativa. Esse fen�meno, muito omum em euariotos,

onsiste na produção de duas ou mais moléulas distintas de mRNA a partir de um mesmo gene

[10, 11℄. Para se ter uma perspetiva, mais de 90% dos genes do ser humano sofrem reomposição

alternativa [23℄. Existem diferentes tipos de reomposição alternativa, dentre eles estão a eliminação

de trehos de éxons ou éxons inteiros juntamente om os íntrons, e a retenção de um ou mais íntrons,

que permaneem no mRNA após a reomposição [11℄. Considerando um gene i que dá origem a um

onjunto de transritos distintos Ti, hamamos ada transrito t ∈ Ti de uma isoforma do gene i.

Da mesma forma que uma moléula de RNA é transrita a partir do DNA, é possível realizar o

proesso inverso, onde uma moléula uni�lamentar de DNA é sintetizada a partir de uma moléula

de RNA. Esse proesso, onheido omo transrição reversa, é feito por meio de uma enzima

hamada transriptase reversa e é utilizado na produção do DNA omplementar (DNA).

O DNA onsiste no DNA bi�lamentar produzido a partir do RNA e é utilizado em um proesso,

desrito a seguir, ujo objetivo é proporionar a análise do transriptoma.

Uma forma de estudar o transriptoma de um organismo é através de um experimento denomi-

nado RNA-Seq. O RNA-Seq (RNA Sequening) é um protoolo de sequeniamento de moléulas

de RNA que se utiliza da tenologia de Sequeniamento da Nova Geração (NGS) [2, 22℄. Um ex-

perimento típio de RNA-Seq possui as fases de geração e análise de dados. Para gerar os dados,

primeiramente oorre a extração dos transritos presentes na élula em um dado momento, seguida

pela quebra dessas moléulas em fragmentos, quebra essa realizada em posições aleatórias das molé-

ulas de RNA (Figura 2.10a e 2.10b). Após a fragmentação, oorre o proesso de transrição reversa,

onde ada fragmento dá origem a um fragmento de DNA (Figura 2.10). Sequênias espeí�as da

tenologia de sequeniamento a ser utilizada, hamadas adaptadores (adaptors), são então adii-

onadas às extremidades de ada fragmento de DNA (Figura 2.10d), que são então lassi�ados de

aordo om seus tamanhos (Figura 2.10e). Finalmente, uma ou ambas as extremidades dos DNAs

são sequeniadas por meio de tenologias de sequeniamento da nova geração, gerando pedaços

sequeniados dos RNAs denominados reads

3

. Os reads são hamados de single-end quando apenas

uma extremidade do fragmento de DNA foi sequeniada ou paired-end quando ambas extremidades

do fragmento do DNA foram sequeniadas (Figura 2.10f). Durante a fase de análise de dados, os

reads passam por uma espéie de �ltragem que elimina aqueles de baixa qualidade e outros objetos

indesejados, omo os adaptadores anteriormente adiionados aos DNAs, para que então possam

ser proessados [2℄.

Ainda na fase de análise de dados de um experimento de RNA-Seq, de�nimos o problema da

reonstrução de transriptoma omo o problema de determinar o onjunto T de moléulas de

RNA transritas em uma élula em um dado momento dado o onjunto de reads sequeniados. Já

o problema da quanti�ação de transriptoma onsiste em estimar a abundânia de ada

transrito t ∈ T , dado o onjunto de reads sequeniados e o onjunto de transritos T [12℄. Esses

são os dois problemas prinipais abordados nesta dissertação.

3

Na verdade, os reads são gerados a partir das moléulas de DNA, que foram riadas a partir dos RNAs. Por

isso, é omum dizermos que os RNAs são sequeniados e os reads são gerados a partir deles.
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Figura 2.10: Geração dos dados em um experimento de RNA-Seq. Figura adaptada de Martin e Wang [2℄.
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Capítulo 3

O Problema do Partiionamento de

Similaridade Máxima

Neste apítulo nós de�nimos o Problema do Partiionamento de Similaridade Máxima e omo

ele pode ser apliado ao problema da reonstrução e quanti�ação de transriptoma. Além disso,

serão apresentadas uma prova de que o Problema do Partiionamento de Similaridade Máxima é

um problema NP-difíil no sentido forte e uma análise sobre o número de soluções viáveis para ele.

3.1 De�nindo o Problema do Partiionamento de Similaridade Má-

xima

O Problema do Partiionamento de Similaridade Máxima é um novo problema de oti-

mização ombinatória envolvendo sequênias de arateres e é o prinipal tema abordado nesta

dissertação. Nós o de�nimos da seguinte forma.

Problema do Partiionamento de Similaridade Máxima (PPSM): dado um onjunto S

de segmentos ordenados de uma sequênia S onstruída sobre um alfabeto Σ, um onjunto T de

segmentos ordenados e não-sobrepostos de uma sequênia T também onstruída sobre Σ, e uma

função de pontuação ω : Σ×Σ 7→ R, enontrar uma partição P = {s1, s2, ..., sk} de S em k partes,

onde ada parte orresponde a uma adeia de segmentos de S, e k subonjuntos t1, t2, ..., tk de T tal

que

∑k
i=1 simω(s

•
i , t

•
i ) seja máximo.

Informalmente, dados os onjuntos de segmentos ordenados S e T das sequênias S e T , res-

petivamente, o PPSM onsiste em enontrar uma partição P de S em k adeias de segmentos, e

k subonjuntos de T tais que a sequênia s•i orrespondente à parte si de P seja bastante pareida

om a sequênia t•i orrespondente ao subonjunto ti de T . Mais preisamente, dada uma função

de pontuação ω, ada par (si, ti) deve ser tal que o valor de
∑k

i=1 simω(s
•
i , t

•
i ) seja o maior possível

dentre todas as partições e subonjuntos que podem ser onstruídos a partir de S e T , respeti-

vamente. Um exemplo de instânia do PPSM e sua respetiva solução podem ser vistos na Figura

3.1.

O PPSM pode ser utilizado para modelar problemas prátios, omo o problema da reonstrução

e quanti�ação de transriptoma. Veremos na próxima seção omo pode ser estabeleida um relação

entre eles, de forma que seja possível enontrar uma solução para o problema da reonstrução e

quanti�ação de transriptoma a partir de soluções de instânias do PPSM.

20
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Figura 3.1: Exemplo de instânia do PPSM. Dadas as sequênias S e T , e os onjuntos S e T (ordenados),

são enontradas duas soluções, sendo uma delas uma solução ótima. Neste exemplo, onsideramos a função

de pontuação ω(α, α) = 1, ω(α, β) = −1, ω(α,−) = ω(−, α) = −2.
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3.2 Relação entre o PPSM e o Problema da Reonstrução e Quan-

ti�ação de Transriptoma

O problema da reonstrução e quanti�ação de transriptoma é um problema importante da

Biologia Computaional que ainda vem sendo estudado por diversos pesquisadores. O resultado

desse estudo são vários métodos distintos desenvolvidos na tentativa de se enontrar uma solu-

ção adequada para esse problema [12, 24�27℄. No entanto, esses métodos nem sempre apresentam

boas soluções [28�30℄, e os métodos mais reentes ainda não foram exaustivamente testados. Sendo

assim, propomos omo uma apliação do PPSM o problema da reonstrução e quanti�ação de

transriptoma omo uma maneira alternativa de se enontrar uma solução para ele. Até onde sabe-

mos, nenhum método desenvolvido até agora modela o problema da reonstrução e quanti�ação

de transriptoma omo um problema de otimização ombinatória envolvendo sequênias, omo pro-

posto neste trabalho.

A relação entre o PPSM e o problema da reonstrução e quanti�ação de transriptoma enontra-

se esquematizado na Figura 3.2. Consideramos o onjunto S omo o onjunto dos reads gerados
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por um experimento de RNA-Seq que se mapeiam em um gene g, o onjunto T omo o onjunto

dos éxons de g, e ambas as sequênias S e T omo a sequênia de nuleotídeos do gene g. Dado

um read r ∈ S, dizemos que first(r) e last(r) são, respetivamente, as oordenadas de iníio e de

térmio do mapeamento de r em g. A partir disso, estabeleemos a ordem para o onjunto S (veja

(sub)Seção 2.2.1). Já a ordem do onjunto T é dada pela ordem om que os éxons apareem no

gene g, da esquerda para a direita.

Figura 3.2: A partir dos reads mapeados em um gene anotado (a) é obtida uma instânia do PPSM (b).
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Sob as irunstânias estabeleidas, uma solução do PPSM, que onsiste de k pares de adeias

(si, ti), orresponde a k transritos reonstruídos do gene g. Mais preisamente, dizemos que os

reads em si representam o transrito ti. Observe que dentre os k pares (si, ti), podem existir alguns

que possuem o mesmo subonjunto ti. Assim sendo, dizemos que ada ti distinto é uma isoforma

do gene g, e o número de pares que ompartilham o mesmo ti é o número de ópias da isoforma

representada por ti, isto é, a quanti�ação dela. Dessa maneira, podemos reonstruir as isoformas

de um gene e quanti�á-las

É importante deixar laro que a modelagem desrita exige que se saiba de antemão as oordena-

das dos éxons do gene, ou seja, ele deve estar anotado. Apesar disso, o gene não neessariamente deve

ser do organismo ujo transriptoma estamos interessados em reonstruir e quanti�ar. Ele pode

pertener a um genoma de referênia. Em vista disso, tendo todos os genes anotados do organismo

de interesse ou do seu genoma de referênia, podemos reonstruir e quanti�ar o transriptoma in-

teiro desse organismo apliando o PPSM para ada um dos seus genes separadamente, enontrando

uma possível solução para o problema da reonstrução e quanti�ação de transriptoma.

Para veri�ar se a modelagem apresentada gera bons resultados na prátia, é neessário a im-

plementação de um algoritmo que enontre uma solução para o PPSM. Porém, omo será demons-

trado na próxima seção, o PPSM é um problema difíil de se resolver. Mais preisamente, ele é

um problema NP-difíil no sentido forte, ou seja, não existe um algoritmo pseudo-polinomial e,

onsequentemente, polinomial que o resolve, a menos que P = NP.
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3.3 Provando que o PPSM é NP-difíil no Sentido Forte

Vimos na (sub)Seção 2.1.3 que existem, basiamente, duas maneiras de provar que um problema

é NP-ompleto (ou NP-difíil) no sentido forte. Se o problema não é numério, pode-se utilizar uma

redução polinomial de um problema NP-ompleto. Agora, se o problema é numério, utiliza-se uma

redução pseudo-polinomial de um problema NP-ompleto no sentido forte a ele.

Com relação ao PPSM, o onsideramos omo um problema numério, pois a função de pontuação

ω, que faz parte da entrada, pode assumir qualquer valor, ou seja, não existe nenhum limite sobre

a pontuação que ela pode atribuir para mathes, mismathes e spaes. Portanto, provaremos que o

PPSM é NP-difíil no sentido forte através de uma redução pseudo-polinomial.

Primeiramente, visto que o oneito de redução aplia-se somente a problemas de deisão e o

PPSM foi apresentado omo um problema de otimização, vamos de�nir uma versão de deisão para

ele, que refereniaremos por PPSM

D

, uja de�nição apresenta-se a seguir.

Problema do Partiionamento de Similaridade Máxima - versão de deisão (PPSM

D

):

dado um onjunto S de segmentos ordenados de uma sequênia S onstruída sobre um alfabeto Σ,

um onjunto T de segmentos ordenados e não-sobrepostos de uma sequênia T também onstruída

sobre Σ, uma função de pontuação ω : Σ × Σ 7→ R e um número real K, existe uma partição

P = {s1, s2, ..., sk} de S em k partes, onde ada parte orresponde a uma adeia de segmentos de

S, e k subonjuntos t1, t2, ..., tk de T tal que

∑k
i=1 simω(s

•
i , t

•
i ) ≥ K?

Observe que o PPSM

D

orresponde ao PPSM om a inlusão de um limite K, e pergunta-se

se existe uma partição de S em k partes s1, s2, ..., sk e k subonjuntos t1, t2, ..., tk de T tal que

∑k
i=1 simω(s

•
i , t

•
i ) é maior ou igual a K.

Agora, vamos apresentar o problema esolhido por nós que será reduzido ao PPSM

D

. Esse

problema é hamado 3-Partition e é de�nido da seguinte forma.

3-Partition: dado um multionjunto A = {a1, a2, ..., a3m} de 3m números inteiros positivos e um

número inteiro positivo B tal que

∑3m
i=1 ai = mB e

B
4 < ai <

B
2 , existe uma partição de A em m

subonjuntos A1, A2, ..., Am tal que ∀i, 1 ≤ i ≤ m,
∑

aj∈Ai
aj = B?

O 3-Partition é um problema de deisão NP-ompleto no sentido forte [6℄ que já foi utilizado

omo problema base em diversas outras reduções [31�35℄. Informalmente, ele onsiste em deidir

se existe uma partição de um multionjunto numério A em m partes A1, A2, ..., Am, tal que ada

parte possui três números e a soma desses três números é igual a um valor B, omo demonstrado

na Figura 3.3.

Figura 3.3: Exemplo de instânia do 3-Partition. O onjunto A é partiionado em três partes A1, A2 e A3

tal que a soma dos número em ada parte é igual a 15.

{4, 5, 6, 7, 5, 4, 5, 4, 5} 15

PSfrag replaements

A = B =

A1 A2 A3

A seguir, apresentamos a redução pseudo-polinomial do 3-Partition no PPSM

D

omo prova do

Teorema 3.3.1.

Teorema 3.3.1: O PPSM

D

é NP-ompleto no sentido forte.
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Demonstração. Primeiramente, vamos mostrar que o PPSM

D

está em NP. Considere uma solução

σ = (s1, t1, s2, t2, ..., sk, tk) do PPSMD

que onsiste em uma partição P de S em k partes s1, s2, ..., sk

e k subonjuntos t1, t2, ..., tk de T . Veri�amos que σ é uma solução que está em SIM
PPSM

D

por

meio do álulo do valor

∑k
i=1 simω(s

•
i , t

•
i ) e de sua omparação om K. Para quaisquer si e ti em

σ, a onatenação dos seus elementos pode ser feita em tempo O(|si|+ |ti|), e o valor de simω(s
•
i , t

•
i )

pode ser alulado em tempo O(|s•i | · |t
•
i |) através da apliação do algoritmo de Needleman-Wunsh.

Então, é possível determinar o valor

∑k
i=1 simω(s

•
i , t

•
i ) em tempo O(k|s•i |·|t

•
i |), uma vez que existem

k pares (si, ti). Como k ≤ |S|, |s•i | ≤ |S|, |t
•
i | ≤ |T | e a omparação om K é realizada em tempo

onstante, σ pode ser veri�ada em tempo O(|S| · |S| · |T |), que é polinomial no tamanho da entrada

do problema. Portanto, o PPSM

D

está em NP.

Vamos agora mostrar omo uma instânia do PPSM

D

pode ser de�nida a partir de uma instânia

do 3-Partition. Considerando uma instânia I = (A,B) do 3-Partition, onde A = {a1, a2, ..., a3m} é

um onjunto de números inteiros positivos e B é um número inteiro positivo, de�nimos uma instânia

f(I) = (S, T , S, T , ω, K) do PPSM

D

onde S = {a′1, a
′
2, ..., a

′
3m} e T = {B′} são onjuntos de

sequênias onstruídas sobre o alfabeto Σ = {1}, tais que:

(i) para todo a′i ∈ S, |a′i| = ai, onde ai ∈ A;

(ii) |a′1| ≤ |a
′
2| ≤ ... ≤ |a′3m|;

(iii) para B′ ∈ T , |B′| = B.

De�nimos ainda os valores K = 0 e ω(α, β) = 0, se α = β, ou −1, se α 6= β. De�nimos também

S = a′1 • a
′
2 • ... • a

′
3m e T = B′

. Observe que pelo item (ii) aima estabeleemos uma ordem para

os segmento em S. Além disso, assumiremos que os segmentos em S não se sobrepõem, uma vez

que não existe uma sequênia da qual eles se originam. Portanto, qualquer subonjunto de S é uma

adeia de segmentos. Com relação a T , ele é um onjunto om um únio segmento, portanto já

o onsideramos ordenado e não possuindo segmentos sobrepostos. Assim, esses onjuntos estão de

aordo om a de�nição do PPSM

D

.

Vamos supor agora que I = (A,B) é uma instânia do 3-Partition que está em SIM
3-Partition

, o

que signi�a que existe uma partição de A emm subonjuntos A1, A2, ..., Am tal que

∑

aj∈Ai
aj = B,

para 1 ≤ i ≤ m. Então, também existe uma partição de S em m partes S1, S2, ..., Sm tal que

∑

a′j∈Si
|a′j| = |B

′|, onde ada parte Si de S está relaionada om o subonjunto Ai de A de

maneira que

∑

a′j∈Si
|a′j | =

∑

aj∈Ai
aj . Sendo assim, é verdade que |S•

i | = |B
′|, para 1 ≤ i ≤ m,

e um alinhamento ótimo de S•
i e B′

é uma matriz M de dimensões 2 × |B′|, onde M [1][j] =

M [2][j] = `1', 1 ≤ j ≤ |B′|. A pontuação de tal alinhamento será simω(S
•
i , B

′) = |B′| · ω(`1', `1')

= 0. Consequentemente,

∑m
i=1 sim(S•

i , B
′) = 0. De�nimos anteriormente K = 0, então temos que

∑m
i=1 sim(S•

i , B
′) ≥ K, ou seja, f(I) é uma instânia do PPSM

D

que está em SIM
PPSM

D

.

Agora, partiremos da suposição de que f(I) = (S, T , S, T, ω,K) é uma instânia do PPSM

D

que está em SIM
PPSM

D

. Isso signi�a que existe uma partição de S em k partes S1, S2, ..., Sk e k

subonjuntos T1, T2, ..., Tk de T tal que

∑k
i=1 sim(S•

i , T
•
i ) ≥ K. É possível então obter o onjunto A

e o valor B de uma instânia I do 3-Partition ontando os arateres `1' em S = {S1 ∪S2∪ ...∪Sk}

e em T . Considerando que

∑

a′j∈Si
|a′j | = |B

′| e
∑

aj∈Ai
aj = B, I é uma instânia do 3-Partition

que está em SIM
3-Partition

. Ou seja, f(I) é uma instânia que está em SIM
PPSM

D

se, e somente

se, I está em SIM
3-Partition

. Dessa forma, a primeira ondição da redução pseudo-polinomial está

satisfeita.
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O Algoritmo 1 apresenta os passos para se determinar f(I) = (S, T , S, T, ω,K) a partir de

I = (A,B). Os valores de K e ω podem ser de�nidos em tempo onstante. A ordenação do onjunto

A na linha 8 pode ser realizada em tempo O(3m log 3m) = O(m logm). Já o tempo gasto para

de�nir S, T , S e T depende da magnitude dos números em A e do valor B. Uma maneira simples

de de�nir essas sequênias e onjuntos é riar uma sequênia de arateres `1' para o valor B e

para ada número em A, omo apresentado nas linhas 5 e 10, respetivamente. Assumindo que

ada aratere `1' possa ser riado em tempo onstante, e que uma sequênia a′ de arateres `1'

possa ser riada em tempo O(|a′|), a sequênia T e o onjunto T podem ser de�nidos em tempo

O(B) = O(Max(I)), e a sequênia S e o onjunto S em tempo O(Max(I) · 3m) = O(Max(I) ·m).

Assumindo também que é neessário pelo menos um símbolo para representar um número, podemos

a�rmar que |A| ≤ Length(I). Como m ≤ |A|, é verdade que m ≤ Length(I). Agora já podemos

determinar o tempo neessário para de�nir f(I), que é:

O(m logm+Max(I) +Max(I) ·m) =

O(Length(I) log Length(I) +Max(I) · Length(I)). (3.1)

Ou seja, f(I) é determinada em tempo pseudo-polinomial. Com isso, a segunda ondição da redução

pseudo-polinomial está satisfeita.

Algoritmo 1: Determina f(I).

Entrada: Instânia I = (A,B) do 3-Partition.

Saída: Instânia f(I) = (S, T , S, T , ω, K) do PPSM

D

.

1 K ← 0;
2 de�na ω(α,α) = 0;ω(α, β) = ω(α,−) = ω(−, α) = −1;
3 S ← ∅;
4 S ← ǫ;
5 rie uma sequênia B′

de B arateres `1';

6 T ← B′
;

7 T ← T ;
8 ordene o onjunto A;
9 para i← 1 até 3m faça

10 rie uma sequênia a′i de ai ∈ A arateres `1';

11 S ← S ∪ a′i;
12 S ← S • a′i;

13 �m

14 devolver (S, T , S, T , ω e K);

É fáil veri�ar que o valor de Length(f(I)) será maior que Length(I), pois riamos sequênias

de arateres `1' para todos os números em I de tamanho igual a magnitude do respetivo número.

Além disso, também são riadas as sequênias S e T ujos tamanho somam mB + B. Portanto,

podemos a�rmar que Length(f(I)) ≥ Length(I). Essa desigualdade garante a tereira ondição da

redução pseudo-polinomial.

A instânia f(I) = (S, T , S, T , ω, K) do PPSM

D

é formada pelas sequênias S e T , pelos

onjuntos S e T , pela função de pontuação ω, que pode ser 0 ou −1, e pelo número K = 0. Como

S e T são sequênias de arateres, e S e T são onjuntos de sequênias de arateres, eles não são

onsiderados para determinar o valor de Max(f(I)). Dessa forma, Max(f(I)) = | − 1| = 1. Ou seja,
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a quarta e última ondição da redução pseudo-polinomial é satisfeita.

Como o PPSM

D

está em NP e existe uma redução pseudo-polinomial do 3-Partition nele, o

PPSM

D

é um problema NP-ompleto no sentido forte.

A prova de que PPSM

D

é NP-ompleto no sentido forte signi�a que, além de não existir um

algoritmo pseudo-polinomial que o resolve, a menos que P = NP, ele é tão difíil quanto qualquer

outro problema em NP. Esse resultado, em onjunto om o fato de que o PPSM

D

não é mais difíil

que a versão de otimização dele, onstitui a prova do Teorema 3.3.2.

Teorema 3.3.2: O PPSM é NP-difíil no sentido forte.

Demonstração. A prova é uma impliação direta do Teorema 3.3.1 e do fato de que o PPSM

D

não

é mais difíil que o PPSM.

Pereba que não podemos lassi�ar o PPSM omo um problema NP-ompleto no sentido forte,

pois não sabemos se ele está em NP. Por isso, nos limitamos em dizer que ele é um problema

NP-difíil no sentido forte.

3.4 Número de Soluções Viáveis do PPSM

Mesmo que um problema seja NP-difíil ou NP-difíil no sentido forte, um algoritmo que veri�-

que todas as possíveis soluções e retorne a ótima ainda pode ser desenvolvido para resolver pequenas

instânias do problema. Nesta seção, vamos mostrar que, mesmo para instânias onsideradas pe-

quenas, o número de soluções viáveis do PPSM é tão grande que torna a utilização de tal algoritmo

pratiamente impossível.

Primeiramente, dizemos que σ = (s1, t1, s2, t2, ..., sk, tk) é uma solução válida, ou viável, do

PPSM se:

1. s1, s2, ..., sk são subonjuntos de uma partição de S em k partes;

2. ada subonjunto si, para 1 ≤ i ≤ k, é uma adeia de segmentos de S;

3. t1, t2, ..., tk são subonjuntos de T .

Observe que o número de soluções válidas do PPSM está diretamente relaionado om o número

de maneiras distintas de partiionar S, que, por sua vez, depende da sobreposição dos segmentos

em S. Por exemplo, onsidere os segmentos u, v ∈ S e uma partição P = {s1, s2, ..., sk} de S tal que

u, v ∈ si, para algum si em P . Se u se sobrepõe a v, então P é um partiionamento de S que gera uma

solução inválida do PPSM, pois si não é uma adeia de segmentos de S. No entanto, se assumirmos

que nenhum segmento em S se sobrepõe a outro, a ondição 2 aima se torna irrelevante, uma vez

que qualquer partição de S gera subonjuntos que são adeias de segmentos. Sob essa ondição, que

orresponde ao pior aso, iremos enontrar o número de soluções distintas do PPSM em função do

tamanho da entrada.

Considerando que o onjunto S não seja vazio, uma partição qualquer de S inlui pelo menos um

subonjunto, om todos os elementos de S, e no máximo n = |S| subonjuntos, ada um ontendo

um únio elemento de S. Sendo assim, podemos determinar o número de partições distintas de S

om o seguinte somatório:
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n
∑

i=1

S(n, i), (3.2)

onde n = |S| e S(n, i) é o número de maneiras distintas de partiionar S em i subonjuntos não

vazios. O valor de S(n, i) orresponde aos números de Stirling de segunda espéie [36, 37℄, alulados

da seguinte forma:

S(n, i) =
1

i!

i
∑

k=0

(−1)i−k

(

i

k

)

kn. (3.3)

Utilizando a Equação 3.3, onde

(

i
k

)

é um oe�iente binomial, podemos alular o somatório

em 3.2 e enontrar o número de maneiras distintas de partiionar S. Entretanto, ainda temos

que onsiderar o possível subonjunto ti de T assoiado a ada parte si de uma partição de S.

Sabe-se que, inluindo o subonjunto vazio, existem 2|T |
subonjuntos distintos de T . Então, se

S(n, i) representa o número de partições distintas de S em i subonjuntos, e ada subonjunto está

assoiado a um dentre os 2|T |
subonjuntos de T , o valor de S(n, i) · i2|T |

representa o número de

possíveis soluções do PPSM quando S é partiionado em i subonjuntos. A partir disso, podemos

determinar o número de possíveis soluções do PPSM om o seguinte somatório:

n
∑

i=1

S(n, i) · i2m, (3.4)

onde n = |S| e m = |T |.

Para demonstrar o quão rápido o valor do somatório 3.4 rese em função do tamanho de n e m,

ele foi utilizado para preenher a Tabela 3.1. Observe que o número de soluções distintas do PPSM

rese de forma exponenial à medida que |S| e |T | aumentam, ultrapassando 36 milhões quando

|S| = 10 e |T | = 6.

Tabela 3.1: Número de soluções distintas do PPSM, no pior aso, onde n = |S| e m = |T |.

n
m

3 4 5 6

1 8 16 32 64

2 24 48 96 192

3 80 160 320 640

4 296 592 1184 2368

5 1208 2416 4832 9664

6 5392 10784 21568 43136

7 26104 52208 104416 208832

8 136056 272112 544224 1088448

9 758624 1517248 3034496 6068992

10 4500760 9001520 18003040 36006080

Nos testes apresentados mais adiante, veremos que o tamanho de S pode failmente ultrapassar

os milhares. Por isso, omo será disutido no próximo apítulo, a utilização de heurístias para

enontrar uma solução que pode ser a ótima é uma boa alternativa, visto o número extremamente

grande de soluções do PPSM.



Capítulo 4

Heurístias para o PPSM

O fato do PPSM ser um problema NP-difíil no sentido forte pratiamente impossibilita o

desenvolvimento de um algoritmo e�iente que o resolva. Além disso, vimos que o número de

possíveis soluções do PPSM rese de forma exponenial à medida que a quantidade de segmentos

em S e em T aumenta. Por isso, é ompletamente inviável a apliação de um algoritmo força bruta

que veri�que todas as possíveis soluções e devolva a ótima. Em vista disso, uma possível abordagem

é o desenvolvimento de heurístias para enontrar boas soluções para o problema. Neste apítulo

serão então apresentadas duas heurístias desenvolvidas por nós que enontram soluções viáveis

para o PPSM em tempo polinomial.

4.1 Heurístia PASG

Uma das heurístias para o PPSM foi desenvolvida om base na solução de um outro problema

de otimização ombinatória envolvendo adeias de segmentos denominado Problema do Alinha-

mento de Segmentos. Esse problema foi proposto e estudado detalhadamente por de Lima [13℄,

e enontra-se de�nido a seguir.

Problema do Alinhamento de Segmentos (PASG): dados um alfabeto Σ, tal que ′−′ 6∈ Σ,

duas sequênias s1 e s2 sobre Σ de tamanho n e m respetivamente, um onjunto ordenado B =

{b1, b2, ..., bu} de segmentos de s1, um onjunto ordenado C = {c1, c2, ..., cv} de segmentos de s2, e

uma função de pontuação ω sobre Σ, determinar uma adeia ΓB = {bp, bq, ..., br} de segmentos de

B e uma adeia ΓC = {cw, cx, ..., cy} de segmentos de C, tais que simω(Γ
•
B,Γ

•
C) é máxima entre

todas as adeias de segmentos de B e de C.

Informalmente, o PASG onsiste em enontrar um onjunto de segmentos ordenados não so-

brepostos de B e um onjunto de segmentos ordenados também não sobrepostos de C tais que

as sequênias resultantes da onatenação dos elementos desses onjuntos sejam as mais pareidas

possível. Mais espei�amente, dada uma função de pontuação ω, deseja-se enontrar duas adeias

de segmentos ΓB e ΓC de B e de C, respetivamente, tal que o valor de simω(Γ
•
B,Γ

•
C) é o maior

possível. A Figura 4.1 apresenta um exemplo de instânia do PASG.

O PASG pode ser resolvido de forma e�iente por um algoritmo polinomial [13℄. Tal algoritmo,

que hamaremos de SolPASG, é baseado na ténia de programação dinâmia e resolve o PASG em

tempo:

O(u2 · v2 + u · v · bMax · cMax+ u2 · v · cMax+ u · v2 · bMax), (4.1)

28
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Figura 4.1: Exemplo de instânia do PASG uja solução ótima orresponde às adeias de segmentos ΓB e

ΓC . Considerando a função de pontuação ω(α, α) = 1, ω(α, β) = −1, ω(α,−) = ω(−, α) = −2, o valor de

simω(Γ
•

B
,Γ•

C
) é igual a 10.

AACCCATCTCCACACCAGAGAT

CCA,3

CCACA,6

1AAC, 8CAC, AGA,TCC,CAT,
2

4 5 9

10

7

AACC,

ACAC,

GAT

ATCCCGTCTCCACACTAGAGAT

TC, CGTC,2 3

GTC,4

1 5TCC,

CCAC,6

ACTA,7

TAGA,8

AGAT9{ } { }ATCC,

2

1 AGAT}9

{AACC,

{ATCC,

6CCACA,
6CCAC,

10GAT}

PSfrag replaements

s1 = s2 =

B = C =

ΓB =

ΓC =

onde u e v orrespondem à quantidade de elementos nos onjuntos B e C, respetivamente, e

bMax = max{|b| : b ∈ B} e cMax = max{|c| : c ∈ C}.

A heurístia que desenvolvemos baseada no PASG para o PPSM, que denominaremos simples-

mente por heurístia PASG, enontra-se no Algoritmo 2. Ela onsiste em forneer omo entrada

ao SolPASG os onjuntos S e T e as sequênias S e T de forma que ele enontre uma adeia de

segmentos ΓS de S e outra adeia de segmentos ΓT de T tais que simω(Γ
•
S ,Γ

•
T ) é máxima. De�nimos

então ΓS omo uma parte si da partição P de S e ΓT omo um subonjunto ti de T . Ou seja, ΓS

e ΓT são partes de uma solução para o PPSM. Em seguida, retiramos de S os elementos em si e o

proesso é repetido até S tornar-se vazio. Mais preisamente, em ada iteração i, para 1 ≤ i ≤ k,

SolPASG toma omo entrada os onjuntos S′ = S \ {si−1 ∪ si−2 ∪ ... ∪ s1} e T , as sequênias S e

T , e devolve a parte si de P e o subonjunto ti de T . Ao �nal da k-ésima iteração, quando S′ = ∅,

estarão de�nidos uma partição P de S em k partes e k subonjuntos de T , onstituindo uma solução

para o PPSM. Observe que em ada iteração são enontradas as adeias de segmentos ΓS e ΓT tais

que simω(Γ
•
S ,Γ

•
T ) é máxima, sem se preoupar om as adeias de segmentos que serão enontradas

futuramente e que farão parte da solução. Esse é um aspeto araterístio dos algoritmos gulosos,

e por isso essa heurístia orresponde a uma heurístia gulosa.

Algoritmo 2: Heurístia PASG.

Entrada: as sequênias S e T , os onjuntos S e T e uma função de pontuação ω.
Saída: partição P de S em k partes s1, s2, ..., sk e k subonjuntos t1, t2, ..., tk de T .

1 S′ ← S;
2 k ← 1;
3 enquanto S′ 6= ∅ faça
4 (sk, tk)← SolPASG(S′, T,S,T , ω);
5 S′ ← S′ \ sk;
6 k ← k + 1;

7 �m

8 devolver (s1, t1), (s2, t2), ..., (sk, tk);

A respeito da omplexidade de tempo da heurístia PASG, ela será dominada pelas linhas 4,

5, e 6 dentro do laço enquanto do Algoritmo 2, exeutado no máximo |S| vezes. No intuito de

de�nir uma omplexidade de tempo mais suinta, assumiremos que |S| ≥ max{|s| : s ∈ S}, isto é,

a quantidade de segmentos em S é maior ou igual ao tamanho do maior segmento em S. Com isso,

a linha 4 é exeutada em tempo O(|S|2 · |T |2 + |S|2 · |T | · tMax), onde tMax = max{|t| : t ∈ T},
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já que essa é a omplexidade do SolPASG sob a nossa ondição. A operação da linha 5 onsome

tempo O(|S|), enquanto que a linha 6 é exeutada em tempo onstante. Portanto, o Algoritmo 2

possui omplexidade:

O(|S| · (|S|2 · |T |2 + |S|2 · |T | · tMax+ |S|+ 1)) =

O(|S|3 · |T |2 + |S|3 · |T | · tMax+ |S|2 + |S|) =

O(|S|3 · |T |2 + |S|3 · |T | · tMax). (4.2)

Além da heurístia PASG, nós desenvolvemos uma segunda heurístia, detalhada na próxima

seção, que enontra uma solução para o PPSM om base na busa por aminhos em um grafo.

4.2 Heurístia DAG

A segunda heurístia do PPSM, que hamaremos de heurístia DAG, o aborda de uma maneira

diferente da heurístia PASG. Mais preisamente, ela é baseada na busa por aminhos em um grafo

dirigido aílio, por isso o nome DAG (do inglês, Direted Ayli Graph).

A heurístia DAG onsiste em representar os segmentos a1, a2, ..., ai em S omo vérties v1, v2, ...,

vi de um grafo dirigido aílio G = (V,A) om peso nos vérties. Nesse grafo, existe uma aresta

dirigida e = (vk, vl) entre dois vérties vk e vl se ak ≺ al. O peso wk de ada vértie vk de G

é alulado da seguinte forma: primeiramente, uma sequênia onsenso C é onstruída a partir

da sobreposição dos segmentos de S. Em seguida, é onstruído um alinhamento ótimo M de C

e T •
, gerando as sequênias C e T •

. Observe que ada segmento ak em S orresponde a um

segmento tanto de C quanto de C, sendo que nessa última ele pode apareer interalado om

espaços. Vamos então denotar por ak o segmento ak ∈ S de C e por bk o segmento bk ∈ T de T •
.

Agora, onsidere u = first(ak) e v = last(ak). O peso wk de um vértie vk de G orresponde ao

valor

∑v
i=u ω(M [1][i],M [2][i]). Dessa forma, quanto maior o valor do peso wk, mais pareido será

o segmento ak om um segmento de T •
.

Com o grafoG de�nido, a heurístia DAG enontra um aminho de maior pesoR = {vi, vj , ..., vk}

em G. Repare que os vérties em R representam uma adeia de segmentos ΓS = {ai, aj , ..., ak} de S

tal que a sequênia Γ•
S = ai • aj • ... • ak é a mais pareida possível om T •

. Por isso, julgamos que

Γ•
S será pareida om T •

, embora isso nem sempre é verdade. Assim, a partir de R = {vi, vj , ..., vk},

de�nimos uma parte si = {ai, aj , ..., ak} da partição P de S sendo busada. A respeito do subon-

junto ti assoiado a si, ele é onstruído da seguinte maneira: um segmento bk ∈ T estará em ti se

existe sobreposição entre bk e algum ak ∈ R. O subonjunto ti é assim esolhido porque se existe

tal sobreposição, signi�a que o segmento bk ontribuiu positivamente para o valor do peso de pelo

menos um segmento em R. Assim, julgamos que ele também ontribuirá positivamente para o valor

de simω(s
•
i , t

•
i ). Com isso, uma parte si de S e um subonjunto ti de T estão de�nidos. Em seguida,

os vérties que ompõem o aminho R são removidos de G e um novo aminho R é busado nesse

grafo para então ser de�nida uma nova parte si+1 de S e um novo subonjunto ti+1 de T . Ao �nal,

quando não restar mais nenhum vértie em V , estarão de�nidos uma partição P de S em k partes

e k subonjuntos de T , onstituindo uma solução do PPSM. Os passos desritos que ompreendem

a heurístia DAG podem ser visualizados na Figura 4.2.

De maneira semelhante à heurístia PASG, a heurístia DAG também é baseada na estratégia
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Figura 4.2: Esquema da heurístia DAG. Um alinhamento ótimo M é produzido a partir da sequênia

onsenso C e T •
. Considerando a função de pontuação ω(α, α) = 1, ω(α, β) = −1, ω(α,−) = ω(−, α) = −2,

o peso de ada vértie ai do grafo G é igual a soma da pontuação das olunas no intervalo first(ai)..last(ai)
em M . O subonjunto s1 na solução é determinado pelo aminho R = {a2, a3, a4} de peso 8; o subonjunto

s2 pelo aminho R = {a3, a5} de peso 5 e o subonjunto s3 pelo aminho R = {a1, a6} de peso 2.
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gulosa. Isso pode ser observado onsiderando que, a ada iteração, é busado um aminho de maior

peso em G, ou seja, busamos uma adeia de segmentos de S que julgamos ser muito pareida om

T •
, sem se preoupar om as adeias de segmentos que serão de�nidos futuramente e que farão

parte da solução.

A heurístia DAG enontra-se esquematizada no Algoritmo 3, onde a função Consensus() deter-

mina a sequênia onsenso C de S, Alignment() produz um alinhamento ótimo de duas sequênias,

LongestPath() enontra um aminho de maior peso R em G, Segments() devolve os segmentos

representados pelos vérties em R e FindTi() enontra o subonjunto ti de T omo desrito anteri-

ormente.

Com o propósito de se determinar a omplexidade de tempo do Algoritmo 3, vamos apresentar

algumas relações que envolvem a heurístia DAG. Como ada vértie de G orresponde a um

segmento de S, é verdade que |S| = |V |. Apesar da quantidade de arestas de G depender da

sobreposição dos segmentos de S, ainda podemos determinar o valor máximo de |A|. De maneira

ordenada, o primeiro segmento a1 de S preede no máximo |S|−1 segmentos, o segundo segmento a2

preede no máximo |S|−2 segmentos, e assim por diante até alançarmos o penúltimo segmento, que

preede no máximo um segmento. Ou seja, a quantidade máxima de arestas em G será

∑|S|−1
i=1 i =

(|S|−1)·|S|
2 = |S|2−|S|

2 . Assim, temos que |A| = O(|S|2). A respeito da sequênia onsenso C, podemos

estabeleer que |C| ≤ |S•|. Agora, vamos determinar a omplexidade da heurístia DAG omo
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Algoritmo 3: Heurístia DAG.

Entrada: sequênias S e T , os onjuntos S e T e uma função de pontuação ω.
Saída: partição P de S em k partes s1, s2, ..., sk e k subonjuntos de T t1, t2, ..., tk.

1 k ← 1;
2 C ← Consensus(S);
3 A← Alignment(C, T •, ω);
4 Construa G = (V,A);
5 enquanto V 6= ∅ faça
6 R← LongestPath(G);
7 sk ← Segments(R);
8 tk ← FindTi(sk, A);
9 V ← V \R;
10 k ← k + 1;

11 �m

12 devolver (s1, t1), (s2, t2), ..., (sk, tk);

segue.

A sequênia onsenso na linha 2 do Algoritmo 3 pode ser determinada em tempo O(|S•|). O

alinhamento na linha 3 é produzido em tempo O(|C| · |T •|) por meio do algoritmo de Needleman-

Wunsh, e o grafo G é onstruído na linha 4 em tempo O(|V | + |A|). Apesar do problema de

enontrar um aminho de peso máximo R em um grafo qualquer G ser NP-ompleto [3℄, R pode ser

enontrado em tempo O(|V |+ |A|) se G for um grafo dirigido aílio [38℄. Esse é o tempo neessário

para a linha 6 ser exeutada. Na linha 7, a parte si que ontém os segmentos representados pelo

aminho R pode ser de�nida em tempo O(|V |) e o subonjunto ti na linha 8 pode ser onstruído

em tempo O(|T •|). Já a operação na linha 9 onsome tempo O(|V | + |A|) e as linhas 1 e 10 são

exeutadas em tempo onstante. Como as linhas 6, 7, 8, 9 e 10 são exeutadas no máximo |S| vezes,

a omplexidade de tempo do Algoritmo 3 pode ser esrita omo:

O(|S•|+ |C| · |T •|+ |V |+ |A|+ |S| · (|V |+ |A|+ |V |+ |T •|+ |V |+ |A|+ 1)). (4.3)

Com base nas relações estabeleidas anteriormente, reesrevemos a Equação 4.3 omo:

O(|S•|+ |S•| · |T •|+ |S|+ |S|2 + |S| · (|S|+ |S|2 + |S|+ |T •|+ |S|+ |S|2 + 1)) =

O(|S•|+ |S•| · |T •|+ |S|+ |S|2 + |S|2 + |S|3 + |S|2 + |S| · |T •|+ |S|2 + |S|3 + |S|)) =

O(|S•| · |T •|+ |S|3). (4.4)

4.3 Re�nando a Complexidade das Heurístias

Até agora, a análise da omplexidade de tempo das heurístias foi realizada de forma genéria.

No entanto, tratando-se do problema da reonstrução e quanti�ação de transriptoma, podemos

estimar alguns valores da entrada do PPSM. Na Seção 4.1, assumimos que |S| ≥ max{|s| : s ∈ S}.

Tal suposição vem do fato de que podemos estimar o tamanho dos segmentos em S, pois eles

representam reads gerados por RNA-Seq, ujo tamanho varia de 30 a 450 nuleotídeos [22℄. Isso

nos permite dizer que |S•| = O(|S|). Além disso, podemos assumir também que o número de éxons

de um gene é limitado superiormente pelo tamanho do maior éxon dele, ou seja, |T | = O(tMax),
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onde tMax = max{|t| : t ∈ T}1. Outra relação que também podemos estabeleer é que a soma do

tamanho de todos os reads mapeados em um gene será maior que a soma do tamanho dos éxons desse

mesmo gene, isto é, |T •| = O(|S•|). A partir dessas suposições, podemos dizer que |T •| = O(|S|).

Em outras palavras, a soma do tamanho dos éxons de um gene é limitada superiormente pelo

número de reads mapeados nesse mesmo gene. Agora, podemos re�nar ainda mais a omplexidade

da heurístia PASG:

O(|S|3 · |T |2 + |S|3 · |T | · tMax) =

O(|S|3 · tMax2 + |S|3 · tMax · tMax) =

O(|S|3 · tMax2), (4.5)

e da heurístia DAG:

O(|S•| · |T •|+ |S|3) =

O(|S| · |S|+ |S|3) =

O(|S|3). (4.6)

Apesar da heurístia PASG ter omplexidade maior do que a heurístia DAG, ambas são algo-

ritmos úbios (grau do polin�mio que representa a omplexidade de tempo é 3). Porém, omo será

visto no próximo Capítulo, elas apresentam resultados distintos e possuem tempo de exeução bem

diferentes.

1

Essa relação baseia-se no fato de que, geralmente, um gene não possui muitos éxons. No genoma humano (versão

GRCh38.p2), por exemplo, o gene TTN é aquele om o maior número de éxons, 363.



Capítulo 5

Testes Prátios

No intuito de avaliar as heurístias quanto à exatidão dos seus resultados e ao seu desempenho,

ambas foram implementadas e testadas. Os testes ompreendem instânias arti�iais do PPSM,

e instânias semi-arti�iais e reais do problema da reonstrução e quanti�ação de transriptoma.

Antes de apresentarmos os resultados dos testes, vamos apontar alguns detalhes das implementações

e as ondições nas quais as heurístias foram exeutadas.

5.1 Detalhes das Implementações

A implementação da heurístia PASG faz uso da solução do PASG (SolPASG) implementada

por de Lima [13℄ na linguagem de programação C. Um shell sript simples foi esrito que invoa

o SolPASG passando omo parâmetro os onjuntos S e T e as sequênias S e T . O sript de�ne

então as duas adeias de segmentos ΓS de S e ΓT de T retornadas pelo SolPASG omo uma parte

da partição P de S e um subonjunto de T , respetivamente, e retira de S os elementos em ΓS .

Os passos desritos estão ontidos em uma estrutura de repetição e são exeutados enquanto S

não for vazio. A ada iteração, o valor de simω(s
•
i , t

•
i ) retornado pelo SolPASG é armazenado em

um arquivo de saída, junto om o par (si, ti) orrespondente, sendo que a primeira informação é

utilizada para o álulo do valor de

∑k
i=1 simω(s

•
i , t

•
i ).

A heurístia DAG foi implementada na linguagem de programação C e divide-se em quatro

passos. O primeiro passo ompreende a de�nição da sequênia onsenso C, a onstrução do ali-

nhamento ótimo de C om T •
e a onstrução do grafo dirigido aílio om pesos nos vérties

G = (V,A), grafo esse representado omo uma matriz de adjaênia. O segundo passo onsiste

na busa dos aminhos de maior peso em G até esgotar os seus vérties. A partir dos aminhos

enontrados no passo dois, o tereiro passo de�ne a partição P de S em k partes s1, s2, ..., sk e

de�ne os k subonjuntos t1, t2, ..., tk de T . O quarto e último passo onstrói um alinhamento ótimo

de s•i e t
•
i , e determina o valor de simω(s

•
i , t

•
i ) para ada par (si, ti). Os alinhamentos menionados

são onstruídos através do algoritmo Needleman-Wunsh implementado no paote EMBOSS [39℄.

O par (si, ti), o alinhamento ótimo de s•i e t•i , para 1 ≤ i ≤ k, e o valor de simω(s
•
i , t

•
i ), utilizado

no álulo do valor de

∑k
i=1 simω(s

•
i , t

•
i ), �am armazenados em um arquivo de saída.

Todos os testes detalhados neste apítulo foram realizados utilizando uma função de pontuação

que atribui valor +1 para mathes, −1 para mismathes e −2 para spaes. Com relação ao hardware

utilizado, os testes foram exeutados em um omputador om 16Gb de memória RAM e proessador

Intel

R©
Core

TM

i7-4790 de 3.60GHz om 4 núleos físios (8 núleos lógios), utilizando o sistema

34
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operaional Linux Ubuntu 14.04 LTS de 64 bits.

5.2 Testes Arti�iais

Nos testes arti�iais estamos interessados em veri�ar qual das heurístias apresenta melhores

resultados baseando-se no valor de

∑k
i=1 simω(s

•
i , t

•
i ), alulado por ada uma delas a partir de

instânias do PPSM.

Antes de apresentarmos os resultados, vamos desrever omo os testes foram elaborados. Ao

total, riamos 90 testes arti�iais, sendo ada um onstruído a partir de duas sequênias de nu-

leotídeos S e T = S. Para ada instânia, a partir da sequênia T orrespondente foi gerado um

onjunto ordenado de segmentos não sobrepostos T , ontendo de 2 a 14 elementos, om tamanhos

que variam de 62 a 850 nuleotídeos

1

. A respeito do onjunto S, nós o riamos om base no onjunto

T da seguinte forma: onsiderando um onjunto T = {b1, b2, ..., bn}, atribuímos um valor aleatório

ci entre 5 e 40 para ada bi ∈ T . Então, riamos pequenos segmentos de ci ópias do segmento

bi ∈ T , e os inluímos em S, omo mostrado na Figura 5.1. Pereba que, embora riado a partir

de T , S não deixa de ser um onjunto de segmentos de S, a�nal, S = T . Com isso, riamos um

onjunto S para ada teste, ontendo de 248 a 3000 segmentos, ujos tamanho variam de 5 a 92

nuleotídeos.

Figura 5.1: Exemplo de riação dos testes arti�iais. Dada a sequênia S = T , o onjunto T = {b1, b2, b3}
de segmentos de T e os valores c1 = 3, c2 = 4 e c3 = 5, é riado o onjunto S ontendo segmentos de 3, 4

e 5 ópias de b1, b2 e b3, respetivamente.

GTATAC  CAAACC  TGATCG

GTATA  CCAAAC  CTGATCG

GTAT  ACCAAA  CCTGATCG

GTA  TACCAA  ACCTGATCG

GATGCAA  GCTGACG  TACGTGC

GATGCA  AGCTGAC  GTACGTGC

GATGC  AAGCTGA  CGTACGTGC

GATG  CAAGCTG  ACGTACGTGC

GAT  GCAAGCT  GACGTACGTGC
}

GATGCAAGCTGACGTACGTGC}GTATACCAAACCTGATCG{ATTCATGGCGATCCA

ATTCA  TGGCG  ATCCA

ATTC  ATGGC  GATCCA

ATT  CATGG  CGATCCA{

ATTCATGGCGATCCAGCGGTATACCAAACCTGATCGTCAGATGCAAGCTGACGTACGTGC
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S = T =

S =

T =
b1 b2 b3

O proedimento desrito foi assim realizado para garantir a existênia de uma partição de S em

k adeias de segmentos s1, s2, ..., sk, tal que a onatenação de ada adeia de segmentos resulte em

uma sequênia exatamente igual à sequênia resultante da onatenação de um subonjunto de T .

Dessa forma, podemos determinar o valor ótimo para ada instânia, max
∑k

i=1 simω(s
•
i , t

•
i ), que

é igual a

∑

u∈S |u| · ω(α,α), isto é, a soma do tamanho de todos os segmentos em S multipliado

pela pontuação de um math, e omparar om o valor enontrado pelas heurístias.

Após a exeução das heurístias para ada teste separadamente, observamos que ambas en-

ontraram o valor ótimo de

∑k
i=1 simω(s

•
i , t

•
i ) para todos os 90 testes. Em outras palavras, elas

enontraram uma solução ótima em todos os asos. No entanto, existe uma grande diferença entre o

tempo médio de exeução delas: 29 minutos para a heurístia PASG e 2 segundos para a heurístia

DAG. Ou seja, a heurístia DAG enontrou as solução ótimas em um tempo muito menor do que

a heurístia PASG.

1

A quantidade de segmentos e o tamanho deles foram de�nidos baseando-se nos genes humanos, os quais possuem,

em média, 8 éxons om tamanho médio de 145 nuleotídeos [40℄.
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Como ambas as heurístias enontraram soluções ótimas, não podemos indiar ainda qual delas

possui maior auráia. Por isso, modi�amos os 90 testes de forma que S e T deixassem de ser

idêntias. Mais preisamente, nós substituímos aproximadamente 10% dos nuleotídeos de S, pre-

servando o tamanho dela e as oordenadas dos seus segmentos. Sob essas ondições, exeutamos

novamente as heurístias para os 90 testes. Os resultados obtidos enontram-se no grá�o da Figura

5.2 (para informações e resultados individuais dos 90 testes veja a Tabela A.1 do Apêndie A).

Figura 5.2: Valores de

∑k

i=1
simω(s

•

i , t
•

i ) alulados pela heurístia PASG (quadrados) e pela heurístia

DAG (losangos) para os 90 testes arti�iais quando S 6= T . Os írulos demaram o valor de

∑

u∈S
|u| que

é maior ou igual a max
∑k

i=1
simω(s

•

i
, t•

i
).
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Teste

Nesta nova bateria de testes, quando S 6= T , não sabemos o valor ótimo, max
∑k

i=1 simω(s
•
i , t

•
i ),

de ada instânia. No entanto, sabemos que ele não será maior que

∑

u∈S |u| · ω(α,α) =
∑

u∈S |u|

(írulos no grá�o), pois omo agora S é diferente de T , haverá alguns mismathes ou spaes

onde antes havia somente mathes, reduzindo o valor ótimo de ada teste. Tendo isso em mente,

podemos observar que os resultados das heurístias hegam próximo do maior valor possível, e

pareem representar porentagens semelhantes desse valor em todos os testes. De fato, a média dos

valores determinados pela heurístia PASG é de 77.8% do maior valor possível, tendo um desvio

padrão de somente 1.5. Já a média dos valores alulados pela heurístia DAG é de 68.8% do

maior valor possível, om desvio padrão de 3. O baixo desvio padrão obtido por elas sugere que as

heurístias tendem a enontrar uma solução ujo valor se aproxima das porentagens menionadas.

Mas isso não pode ser generalizado, pois, aparentemente, a auráia delas depende do quão pareidas

S e T são.

Analisando o grá�o da Figura 5.2 podemos observar que a heurístia PASG superou a heurístia

DAG em todos os testes. Esse fato nos permite dizer que a heurístia PASG apresenta melhores

resultados do que a heurístia DAG. No entanto, o tempo médio de exeução ainda é um fator

muito distinto entre elas: 30 minutos para a heurístia PASG e 2 segundos para a heurístia DAG.

Os testes arti�iais proporionam uma boa omparação entre as heurístia para o PPSM. No
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entanto, eles estão longe das ondições reais sob as quais o problema da reonstrução e quanti�ação

de transriptoma se enontra. Por isso, formulamos testes semi-arti�iais om araterístias mais

próximas a tais ondições.

5.3 Testes Semi-arti�iais

Diferentemente dos testes arti�iais, nos testes semi-arti�iais nós iremos veri�ar a auráia

das heurístias om relação à reonstrução e quanti�ação dos transritos sobre um onjunto de

dados gerados por um simulador de RNA-Seq.

Para riar os testes semi-arti�iais, utilizamos o simulador FLUX [41℄ para simular a exeução de

experimentos de RNA-Seq sobre 103 genes do Homo sapiens. Tais genes fazem parte de um onjunto

de testes riado e utilizado por de Lima [13℄. Esolhemos o FLUX por ele ser o únio simulador

de RNA-Seq enontrado por nós que permite de�nir a quantidade de moléulas de ada transrito

distinto. Essa informação é essenial para veri�ar qual heurístia se sai melhor na quanti�ação das

isoformas. Outro fator positivo que o FLUX possui é o grande número de parâmetros que podem

ser on�gurados. Dentre eles destaa-se ativação/desativação da simulação de uma ampli�ação por

PCR

2

. No nosso aso deidimos desativar essa opção, pois a ampli�ação aumentaria o número de

reads sequeniados, modi�ando a quanti�ação das isoformas. Além disso, desativamos também

a opção de seleção dos fragmentos por tamanho, permitindo o sequeniamento de todos eles (vide

(sub)Seção 2.3.3). Como o FLUX gera um read para ada fragmento de DNA, se o tamanho

deste último for maior que o do read a ser sequeniado, iremos perder informação, uma vez que o

fragmento não será sequeniado por inteiro. Sendo assim, de�nimos o tamanho dos reads grande o

su�iente (1300 nuleotídeos) para evitar que isso oorra.

Considerando que uma isoforma i de um gene g orresponde a um onjunto não vazio om todos,

alguns ou somente um dos seus éxons, riamos um total de 397 isoformas hipotétias a partir dos

103 genes menionados, e de�nimos um número aleatório de ópias entre 10 e 350 para ada uma,

que orresponde à quanti�ação delas. Para ada teste, onsideramos S e T omo a sequênia de

nuleotídeos do respetivo gene, o onjunto S omo os reads gerados pelo FLUX e o onjunto T

omo o onjunto de todos os éxons do gene. A ordem do onjunto S e do onjunto T foi estabeleida

a partir das oordenadas dos reads devolvidas pelo FLUX, e a ordem que os éxons apareem no

gene, respetivamente.

Nós dizemos que um transrito foi orretamente reonstruído se ele possui os mesmos éxons de

alguma das isoformas hipotétias menionadas anteriormente. A partir disso, utilizamos as seguintes

métrias, previamente utilizadas em [42�44℄, para avaliar os resultados das heurístias:

sensibilidade =
VP

VP+ FN

, (5.1)

preisão =
VP

VP+ FP

, (5.2)

onde VP (verdadeiros positivos) é o número de isoformas orretamente reonstruídas, FP (falsos po-

sitivos) é o número de isoformas inorretamente reonstruídas e FN (falsos negativos) é o número de

2

A ampli�ação por PCR (Polymerase Chain Reation) é omumente utilizada no sequeniamento de DNA/RNA,

riando ópias das moléulas de DNA/DNA om o objetivo de aumentar a sensibilidade das plataformas de sequen-

iamento de nova geração.
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isoformas que não foram reonstruídas. Informalmente, a sensibilidade orresponde à porentagem

de isoformas que foram orretamente reonstruídas em relação ao número de isoformas presentes na

anotação (hipotétias) e a preisão orresponde à porentagem de isoformas que foram orretamente

reonstruídas em relação ao número total de isoformas reonstruídas pela heurístia.

Primeiramente, vamos analisar a reonstrução dos transritos pelas heurístias, ujos resultados

apresentam-se na Tabela 5.1.

Tabela 5.1: Resultado da reonstrução dos transritos pelas heurístias, onsiderando as 397 isoformas dos

103 genes.

VP FN FP sensibilidade preisão

PASG 166 231 1123 41.8% 12.9%

DAG 143 254 939 36.0% 13.1%

A heurístia PASG reonstruiu 1289 isoformas, das quais 166 são orretas e 1123 inorretas.

Mesmo assim, ela obteve melhor sensibilidade do que a heurístia DAG, que reonstruiu 1082

isoformas, sendo 143 orretas e 939 inorretas (para observar os resultados individuais e informações

de ada gene veja a Tabela A.2 do Apêndie A). Com relação à preisão, ambas as heurístias

apresentaram pratiamente o mesmo resultado, aproximadamente 13%. No entanto, o tempo médio

de exeução novamente se mostrou muito distinto: aproximadamente 3 horas para a heurístia

PASG e 7 segundos para a heurístia DAG. Baseando-se nos resultados, não há dúvidas de que a

reonstrução da heurístia PASG foi melhor, porém, gastando muito mais tempo.

O resultado da quanti�ação é apresentado nos grá�os da Figura 5.3, nos quais o eixo horizontal

representa a quanti�ação simulada e o eixo vertial a quanti�ação determinada pela respetiva

heurístia. Pode-se observar que ambas as heurístias obtiveram resultados semelhantes. Porém, a

quanti�ação obtida pela heurístia PASG se mostrou um pouo melhor do que a quanti�ação da

heurístia DAG. Para hegar a essa onlusão, alulamos a distânia média vertial de ada ponto

à reta que representa a quanti�ação ideal. Tal valor orresponde a 42.8 para a heurístia PASG e

45.7 para a heurístia DAG. Portanto, dizemos que, além de ser mais sensível, a heurístia PASG

quanti�a melhor as isoformas.

A respeito dos valores de

∑k
i=1 simω(s

•
i , t

•
i ), a heurístia PASG superou a heurístia DAG em

todos os 103 testes, obtendo um valor médio de 120164 para ada, em omparação om o valor

médio de 78497 obtido pela heurístia DAG.

Até aqui, realizamos análises sobre testes arti�iais e semi-arti�iais. Na próxima seção, iremos

ompletar nossas análises om a veri�ação de resultados obtidos a partir de testes reais.

5.4 Testes Reais

Quando enaramos situações reais do problema de reonstruir e quanti�ar o transriptoma,

geralmente temos em mãos um onjunto desordenado de reads sequeniados do transriptoma de

interesse. Por isso, para modelar esses asos reais em instânias do PPSM, é neessária a utilização

de um mapeador e um genoma de referênia anotado, do qual sabe-se as oordenadas de ada gene

e de seus éxons. Nesta seção apresentaremos detalhes dessa modelagem, ou seja, omo as sequênias

S e T e os onjuntos S e T podem ser obtidos a partir de dados reais do problema da reonstrução

e quanti�ação de transriptoma, e os resultados da apliação das heurístias sobre eles.
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Figura 5.3: Resultado da quanti�ação das heurístias. Cada ponto no grá�o representa a quanti�ação

de uma isoforma orretamente reonstruída. As retas que ortam os grá�os servem para identi�ar a quan-

ti�ação ideal, isto é, onde os pontos deveriam estar.
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(b) Heurístia DAG

Com o intuito de veri�ar a auráia das heurístias, adquirimos um onjunto de reads, gerados

por RNA-Seq, de élulas B sanguíneas (linfóitos B) do ser humano

3

, previamente utilizados em

[27℄. Os reads foram mapeados no genoma humano (versão GRCh38.p2

4

) utilizando o mapeador

TopHat [45℄. A partir desse mapeamento, esolhemos 99 genes que possuem de 300 a 1000 reads

mapeados entre as suas oordenadas de iníio e término. A partir de ada gene esolhido g, de�nimos

então uma instânia do PPSM na qual ambas as sequênias S e T orrespondem à sequênia de

nuleotídeos de g. O onjunto S onsiste dos reads mapeados entre as oordenadas de iníio e

término de g. Com relação ao onjunto T , o onsideramos omo o onjunto dos éxons da prinipal

isoforma de g, de aordo om a anotação APPRIS apresentada em [46℄. Esolhemos a prinipal

isoforma de ada gene por ela ser o seu representante, e, além disso, ser aquela om a qual todas as

outras isoformas do mesmo gene devem ser omparadas [46℄.

Consideramos que um transrito t de um gene g foi reonstruído orretamente se as oordenadas

dos éxons internos (todos os éxons exeto o primeiro e o último) de t são exatamente iguais às

oordenadas dos éxons internos de alguma isoforma t′ presente na anotação de g, e se as oordenadas

de iníio do primeiro e de término do último éxon de t possuem diferença de, no máximo, 100

nuleotídeos das respetivas oordenadas do primeiro e do último éxon de t′. Essa �exibilidade se

deve ao fato de que a anotação pode não ser preisa om relação às oordenadas de iníio e de

término das isoformas [27℄. A partir disso, determinamos a sensibilidade e a preisão de ambas as

heurístias para o PPSM, ujos resultados enontram-se na Tabela 5.2.

Pode-se observar pela Tabela 5.2 que há um grande número de isoformas reonstruídas inorreta-

mente. Para tentar reduzir esse número, os resultados foram �ltrados de maneira que um transrito

reonstruído ti é desonsiderado se o subonjunto si assoiado a ti tiver somente um read ou se

nenhum read em si sobrepor algum segmento em ti. Essa �ltragem vêm da suposição de que um

3

Disponível em http://www.nbi.nlm.nih.gov/sra?term=SRX174325. Último aesso em 25/08/2015.

4

Obtido em http://www.genodegenes.org/. Último aesso em 25/08/2015.

http://www.ncbi.nlm.nih.gov/sra?term=SRX174325
http://www.gencodegenes.org/
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Tabela 5.2: Resultado das heurístias para os 99 genes esolhidos originalmente.

VP FN FP sensibilidade preisão

PASG 42 752 3774 5.3% 1.1%

DAG 13 781 2334 1.6% 0.5%

transrito não pode ser onstituído a partir de um únio read ou de reads que não se sobrepõem a

ele. Sendo assim, após a �ltragem obtivemos os resultados apresentados na Tabela 5.3

Tabela 5.3: Resultado das heurístias após �ltragem para os 99 genes esolhidos originalmente.

VP FN FP sensibilidade preisão

PASG 42 752 995 5.3% 4.0%

DAG 7 787 178 0.9% 3.8%

Comparando as Tabelas 5.2 e 5.3, a preisão de ambas as heurístias aumentou onsideravel-

mente. Porém, houve queda signi�ativa da sensibilidade da heurístia DAG. Tal redução no número

de verdadeiros positivos pode ser justi�ada por um provável número elevado de transritos distin-

tos que a heurístia DAG reonstruiu orretamente onstituídos de um únio read ou de reads que

não sobrepõem a eles.

Existe um outro fator que também pode in�ueniar negativamente as heurístias: os reads ma-

peados em ada gene podem não estar distribuídos uniformemente ao longo dele, podendo haver

regiões do gene onde nenhum read foi mapeado. Isso pode resultar em éxons sem nenhum read

mapeado em suas oordenadas, tornado a reonstrução das isoformas que ompartilham tal éxon

pratiamente impossível. Sendo assim, numa segunda rodada de testes, seleionamos outros 50 ge-

nes que possuem pelo menos 6 reads mapeados em ada um de seus éxons, e om 290 a 3200

reads mapeados entre as oordenadas de iníio e término de ada gene. Os resultados de ambas as

heurístias sobre esse novo onjunto de genes são apresentados na Tabela 5.4.

Tabela 5.4: Resultado das heurístias para os 50 genes om um número mínimo de reads mapeado em ada

um dos seus éxons.

VP FN FP sensibilidade preisão

PASG 57 518 2474 9.9% 2.2%

DAG 8 567 917 1.4% 0.9%

Analisando a Tabela 5.4, observa-se que, para este novo onjunto de genes, a sensibilidade da

heurístia PASG teve um aumento signi�ativo em relação à Tabela 5.2. No entanto, a sensibilidade

da heurístia DAG teve uma pequena redução. Já a preisão de ambas as heurístias foi ligeiramente

melhor, ou seja, neste novo onjunto de genes a heurístia DAG não obteve um ganho substanial.

Comparando os resultados �ltrados dos 50 genes, apresentados na Tabela 5.5, om os resultados

�ltrados dos 99 genes (Tabela 5.3), podemos observar que, para os 50 genes, a �ltragem resultou em

um ganho menos signi�ativo. Enquanto que a �ltragem dos resultados dos 99 genes não reduziu a

sensibilidade da heurístia PASG e reduziu a da heurístia DAG 0.7 ponto perentual, e aumentou

a preisão em 2.9 e 3.3 pontos perentuais, respetivamente, a �ltragem dos resultados dos 50 genes

reduziu a sensibilidade da heurístia PASG e da heurístia DAG em 0.7 e 0.9 ponto perentual, e
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aumentou a preisão em 1.6 e 1.8 pontos perentuais, respetivamente.

Tabela 5.5: Resultado das heurístias após �ltragem para os 50 genes om um número mínimo de reads

mapeado em ada um dos seus éxons.

VP FN FP sensibilidade preisão

PASG 53 522 1352 9.2% 3.8%

DAG 3 572 109 0.5% 2.7%

Considerando os resultados �ltrados dos 149 genes testados, apresentados na Tabela 5.6, a heu-

rístia PASG reonstruiu 2442 isoformas, sendo 95 orretas e 2347 inorretas, obtendo sensibilidade

era de dez vezes maior e om preisão ligeiramente melhor do que a heurístia DAG, que reons-

truiu 297 isoformas, das quais 10 são orretas e 287 são inorretas (veja a Tabela A.3 do Apêndie

A para resultados mais detalhados e informações dos 149 genes testados). Entretanto, o tempo de

exeução ontinua sendo um ponto negativo da heurístia PASG que, em média, foi de 124 minutos

para os asos de testes aqui apresentados; enquanto que a heurístia DAG foi de 16 segundos.

Tabela 5.6: Resultado após �ltragem dos 149 genes testados.

VP FN FP sensibilidade preisão

PASG 95 1274 2347 6.9% 3.9%

DAG 10 1359 287 0.7% 3.4%

Para determinar quão próximo os resultados obtidos pelas nossas heurístias estão dos deter-

minados por ferramentas frequentemente utilizadas para reonstruir o transriptoma, exeutamos

o Cu�inks [12℄ para os mesmos 149 genes. O Cu�inks é uma ferramenta muito utilizada pela o-

munidade ientí�a para reonstruir e quanti�ar um transriptoma. Basiamente, essa ferramenta

onstrói um onjunto de transritos distintos através da busa por um emparelhamento máximo em

um grafo bipartido, e utiliza um modelo estatístio para quanti�ar os transritos. O Cu�inks pode

reonstruir as isoformas om ou sem a ajuda de uma anotação. Por isso, nós o exeutamos duas

vezes para ada gene, sendo uma sem a ajuda da anotação e a outra lhe informando as oordenadas

do gene e as dos éxons da prinipal isoforma (omo feito om as nossas heurístias). Observando

a Tabela 5.7, a reonstrução guiada pela anotação obteve melhores resultados, reonstruindo 531

isoformas, das quais 148 são orretas e 383 são inorretas.

Tabela 5.7: Resultado do Cu�inks om e sem a ajuda da anotação para os 149 genes.

VP FN FP sensibilidade preisão

Cu�inks sem anotação 14 1355 490 1.0% 2.8%

Cu�inks om anotação 148 1221 383 10.9% 27.9%

Comparando as Tabelas 5.6 e 5.7(om anotação), perebe-se que a sensibilidade da heurístia

PASG não está tão distante da obtida pelo Cu�inks. Já o mesmo não pode ser dito da heurístia

DAG, uja sensibilidade está muito abaixo do esperado. Entretanto, ambas as heurístias possuem

baixa preisão quando omparadas om o Cu�inks.

Os testes reais aqui apresentados limitam-se somente à reonstrução dos transritos. Nós não

avaliamos a quanti�ação deles em razão de que, diferentemente dos testes semi-arti�iais, não
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temos a informação do número de moléulas das isoformas orrespondentes ao onjunto de reads

utilizado.

5.5 Disussão

Dos resultados apresentados neste apítulo, observamos que a heurístia PASG superou a heurís-

tia DAG nos testes arti�iais, semi-arti�iais e reais, obtendo valores maiores de

∑k
i=1 simω(s

•
i , t

•
i ),

maior sensibilidade e preisão na reonstrução dos transritos e melhor quanti�ação. No entanto,

pelo seu elevado tempo de exeução, é provável que sua exeução seja inviável para instânias do

PPSM maiores que as testadas neste trabalho. Essa inviabilidade �aria mais evidente se o objetivo

fosse reonstruir o transriptoma inteiro de um organismo que possui milhares de genes. Para esses

asos, propostas de melhorias para as heurístias ou o desenvolvimento de novas heurístias ou

algoritmos de aproximação pode ser neessário.

Podemos observar também que a sensibilidade e a preisão das heurístias são baixas. Um

dos motivos para este fato pode estar relaionado à alta omplexidade do transriptoma humano.

Isso pode ser veri�ado observando que o Cu�inks, mesmo sendo uma ferramenta amplamente

utilizada pela omunidade ientí�a, não apresentou resultados muito melhores (isso também pode

ser veri�ado nos resultados apresentados por Pertea et al. [27℄). Outro fator que limita a auráia

das heurístias é o fato de que elas não reonstroem transritos que não sejam uma ombinação dos

éxons em T . Ou seja, se existir uma isoforma que possui algum éxon om oordenadas distintas de

todos os éxons em T , as heurístias não poderão reonstruí-la. Mais do que isso, nenhum algoritmo

que enontra uma solução para o PPSM poderia reonstruir essa isoforma, pois esse é um problema

intrínseo à modelagem do problema da reonstrução e quanti�ação de transriptoma pelo PPSM.

Uma outra questão importante é o fato de que nada impede de existir várias soluções ótimas, ou

próximas da ótima, para o PPSM. Por outro lado, quando modelamos o problema da reonstrução e

quanti�ação de transriptoma no PPSM, queremos reonstruir um onjunto espeí�o de transri-

tos, ou seja, aqueles que foram expressos a partir do gene. Isso signi�a que podem existir soluções

ótimas do PPSM que não orrespondem ao onjunto de transritos busado. Por isso, quando apli-

ado no problema da reonstrução e quanti�ação de transriptoma, enontrar uma solução ótima

do PPSM pode não ser su�iente. Uma ação que pode minimizar esse problema é a utilização de

informações biológias que possam direionar a busa de uma solução do PPSM que hegue próximo

ao onjunto de transritos a ser reonstruído. Um exemplo de tais informações são os reads splied,

isto é, os reads que ompreendem trehos de éxons distintos, omo exempli�ado na Figura 5.4.

Esses reads são enontrados por mapeadores splied, omo o TopHat, e podem indiar quais éxons

apareem juntos em um mesmo transrito. Por exemplo, observando a Figura 5.4, o read splied1

sugere a existênia de um transrito que possui os éxons 1 e 2, e o read splied2 sugere a existênia

de um transrito que possui os éxons 2 e 3.

Os testes apresentados neste apítulo sustentam a a�rmação de que é possível, apesar das limi-

tações, enontrar uma solução para o problema da reonstrução e quanti�ação de transriptoma

modelando-o omo instânias do PPSM. Vale lembrar que essa é apenas umas das possíveis aplia-

ções do PPSM, embora seja a únia abordada neste trabalho.
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Figura 5.4: Exemplo de dois reads splied. O read splied1 é mapeado no éxon1 e éxon2, e o read splied2

é mapeado no éxon2 e éxon3.
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Capítulo 6

Conlusão

Neste trabalho, apresentamos um novo problema de otimização ombinatória envolvendo sequên-

ias hamado Problema do Partiionamento de Similaridade Máxima (PPSM) e demonstramos omo

ele pode ser apliado em um problema importante da Biologia Computaional, onheido omo pro-

blema da reonstrução e quanti�ação de transriptoma. Além disso, provamos que o PPSM é um

problema NP-difíil no sentido forte por meio de uma redução pseudo-polinomial e implementamos

duas heurístias, a heurístia PASG e a heurístia DAG, baseadas na estratégia gulosa para ele.

Com o �nalidade de avaliar as heurístias, foi riado um onjunto de testes que divide-se em testes

arti�iais do PPSM, testes semi-arti�iais e testes reais do problema da reonstrução e quanti�ação

de transriptoma.

No aso dos testes arti�iais, observamos que as heurístias enontram soluções do PPSM próxi-

mas à ótima. No entanto, em relação aos testes semi-arti�iais e reais, a sensibilidade e a preisão da

heurístia PASG e da heurístia DAG são baixas, ou seja, elas apresentaram resultados ruins para

o problema da reonstrução e quanti�ação de transriptoma. A respeito do desempenho individual

das heurístias, a heurístia PASG é melhor que a heurístia DAG em todos os aspetos veri�ados,

exeto tempo de exeução, sendo esse um fator que poderia impossibilitar a exeução da heurístia

PASG para entradas muito grandes.

A modelagem do problema da reonstrução e quanti�ação de transriptoma pelo PPSM possui

duas araterístias interessantes. Em primeiro lugar, a busa por uma solução para o problema da

reonstrução e quanti�ação de transriptoma onsiste basiamente em apliar o PPSM para ada

gene separadamente. Isso permite a esolha de um ou alguns genes espeí�os de maior interesse para

que o PPSM possa ser apliado somente neles, evitando a reonstrução desneessária e quanti�ação

do transriptoma inteiro. Em segundo lugar, a quanti�ação das isoformas é dada em número de

moléulas. Isso proporiona fáil omparação do nível de expressão entre genes ou isoformas

Constatamos que, de maneira geral, reonstruir e quanti�ar um transriptoma não é um pro-

blema fáil. Várias ferramentas já foram desenvolvidas para esse �m, mas nenhuma delas apresenta

resultados ondizentes om a realidade em todos os asos. Por isso, novas abordagens, omo a

apresentada neste trabalho, se fazem neessárias om o propósito de alançar melhores resultados.

Este trabalho pode ser onsiderado pioneiro na abordagem do problema da reonstrução e quan-

ti�ação de transriptoma omo um problema de otimização ombinatória envolvendo sequênias.

Sendo assim, ainda há muitos aspetos que podem ser estudados mais a fundo, omo:

• o aperfeiçoamento das implementações da heurístia PASG e da heurístia DAG, om o intuito

44
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de reduzir o tempo de exeução delas;

• a proposta de novas heurístias ou algoritmos de aproximação para o PPSM que possam

apresentar melhores resultados;

• o uso de informações biológias nas heurístias desenvolvidas a �m de alançar resultados

mais satisfatórios para o problema da reonstrução e quanti�ação de transriptoma;

• o desenvolvimento de variações do PPSM om o objetivo de melhorar a modelagem do pro-

blema da reonstrução e quanti�ação de transriptoma.

Vale lembrar também que o PPSM pode ser utilizado para modelar outros problemas, não nees-

sariamente biológios, que envolvem a busa por um partiionamento de um onjunto.

Apesar das heurístias apresentarem resultados ruins om relação ao problema de reonstruir

e quanti�ar o transriptoma, onsideramos que o objetivo prinipal deste trabalho foi alançado,

om a proposta e estudo detalhado de um novo problema de otimização ombinatória envolvendo

sequênias e sua apliação em um problema prátio e de bastante interesse para a omunidade

ientí�a.



Apêndie A

Conjuntos de Testes e Resultados

Individuais

As Tabelas A.1, A.2 e A.3 apresentam informações e resultados obtidos pelas heurístias sobre

ada um dos testes que ompõem o onjunto dos testes arti�iais, semi-arti�iais e reais, respeti-

vamente. O tamanho da sequênia S, que é igual ao tamanho da sequênia T , é dado em número

de nuleotídeos, e é denotada por |S|. A quantidade de segmentos em S (onjunto dos reads) e em

T (onjunto dos éxons) é denotada por |S| e |T |, respetivamente.

Tabela A.1: Conjunto dos testes arti�iais. Para melhor visualização, hamamos de sore o valor de

∑k

i=1
simω(s

•

i
, t•

i
) alulado pela respetiva heurístia quando S 6= T , e de OPT o valor de

∑

u∈S
|u| que é

maior ou igual ao valor ótimo max
∑k

i=1
simω(s

•

i , t
•

i ).

Heurístia PASG Heurístia DAG

Teste |S| = |T | |S| |T | OPT sore Tempo sore Tempo

1 1023 528 5 27251 21960 1m25.372s 20081 0m0.905s

2 1510 860 6 32675 25533 5m6.812s 23157 0m0.983s

3 1360 968 4 40480 31958 8m39.195s 28964 0m1.224s

4 1345 816 7 34165 26981 3m51.068s 24859 0m1.007s

5 1940 752 8 31094 24802 4m10.619s 21868 0m0.987s

6 2180 432 6 21440 16800 0m53.533s 13112 0m0.733s

7 2320 1212 5 46304 36806 19m58.922s 29386 0m1.653s

8 5770 3000 10 117870 93914 329m18.068s 79334 0m8.758s

9 2470 1164 12 55920 45008 15m51.263s 40326 0m2.039s

10 2864 1312 4 56540 43402 31m1.134s 37781 0m2.245s

11 3367 2056 6 79762 61572 111m55.746s 53806 0m5.715s

12 2780 1632 5 56527 43413 45m58.755s 35045 0m2.424s

13 1864 864 3 39922 30360 8m34.579s 26914 0m1.225s

14 798 444 2 15956 12472 0m39.068s 11006 0m0.480s

15 937 464 2 18094 14774 0m56.783s 11856 0m0.544s

16 1173 672 3 25914 19876 2m42.230s 18276 0m0.763s

17 1763 1072 6 47767 36634 13m53.771s 32469 0m1.459s

18 1668 984 4 41179 31749 11m2.270s 27477 0m1.255s

19 1034 1056 3 34122 27460 9m35.251s 25124 0m1.153s

20 2865 1648 7 69963 55132 58m56.781s 50492 0m2.873s

21 1883 1008 5 43832 33676 13m14.730s 30306 0m1.481s

22 1929 1120 4 43645 33073 16m33.871s 30365 0m1.444s

23 1865 1040 6 41002 31489 11m29.506s 27782 0m1.301s

24 1756 996 6 44041 33867 10m58.698s 30193 0m1.334s

25 953 720 2 28250 22292 3m41.638s 21360 0m0.849s

26 1970 1268 5 48478 37246 22m3.046s 33082 0m1.642s

27 1926 1460 6 57486 43958 35m9.071s 38306 0m2.058s

28 1150 720 2 26036 19714 3m36.831s 16340 0m0.763s

29 2523 1240 7 56096 43172 24m45.175s 37770 0m2.089s

30 1103 662 5 25109 20117 2m4.553s 16955 0m0.739s

31 921 722 3 25457 20559 3m8.238s 16853 0m0.774s

32 2776 2240 7 73950 57756 116m51.391s 52218 0m3.409s

33 1351 792 5 35708 28158 5m9.579s 24432 0m1.083s

34 2963 1576 7 63343 49916 48m53.121s 43079 0m2.716s

35 2849 1804 7 68731 53789 68m40.884s 47825 0m2.939s

Continua na próxima página
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Tabela A.1 � Continuação da tabela anterior

Heurístia PASG Heurístia DAG

Teste |S| = |T | |S| |T | OPT sore Tempo sore Tempo

36 2368 1284 9 57837 44267 26m1.300s 39377 0m2.051s

37 1963 1430 9 55630 42594 30m13.245s 38708 0m1.945s

38 2745 1752 8 70950 55173 65m10.356s 49827 0m2.974s

39 2803 2066 9 83136 65299 107m37.300s 59760 0m3.633s

40 1716 1054 5 39097 30441 11m47.405s 26059 0m1.230s

41 2264 1304 5 53455 41069 26m12.843s 34726 0m1.921s

42 1172 892 5 32783 25972 5m35.469s 24105 0m1.024s

43 717 532 2 19287 15455 1m7.990s 14551 0m0.573s

44 1662 1076 5 36484 28558 11m19.397s 25854 0m1.186s

45 933 560 2 21835 17111 1m36.554s 16133 0m0.650s

46 2716 1458 8 63741 49487 39m42.288s 43732 0m2.525s

47 1877 1256 4 47488 35566 22m31.983s 29566 0m1.617s

48 2825 1988 10 77949 61218 94m20.765s 55003 0m3.427s

49 2345 1540 6 56170 42959 39m50.171s 36461 0m2.141s

50 1724 1066 5 40776 31664 12m14.679s 28576 0m1.267s

51 1922 1368 4 47263 35939 25m27.747s 31997 0m1.657s

52 2828 1506 14 62822 49428 41m6.573s 43970 0m2.576s

53 2974 1642 9 65873 51951 54m1.128s 44175 0m2.832s

54 1899 988 6 39829 30091 10m41.110s 25977 0m1.265s

55 1866 1072 4 50098 38072 16m24.281s 33502 0m1.603s

56 2783 1844 7 76445 59543 80m45.393s 53725 0m3.254s

57 848 454 3 21492 17344 0m56.596s 15950 0m0.710s

58 2808 1498 10 64155 50410 42m58.170s 44001 0m2.555s

59 2440 1242 7 52388 40363 23m31.344s 35846 0m1.892s

60 2152 1430 5 55835 43438 34m14.136s 37608 0m1.998s

61 2507 1692 7 65374 50474 58m31.521s 45156 0m2.569s

62 1802 996 5 35953 27432 10m7.305s 23459 0m1.146s

63 2066 1160 4 49353 37938 20m19.526s 32654 0m1.624s

64 1542 1080 3 40380 31384 14m13.467s 28178 0m1.270s

65 2360 1292 5 52712 39998 26m41.075s 32878 0m1.950s

66 2021 830 6 39063 30414 7m13.061s 26805 0m1.236s

67 1256 776 3 40635 31784 6m29.069s 28671 0m1.236s

68 1746 768 4 33456 25425 5m29.945s 22781 0m1.018s

69 2127 1276 5 54048 41814 24m53.834s 36664 0m1.840s

70 1869 1022 7 40889 31391 11m22.707s 27287 0m1.327s

71 2080 1402 6 54345 41937 30m35.224s 36515 0m1.957s

72 2878 1678 8 73587 57899 63m43.926s 51039 0m2.985s

73 1886 1240 4 47174 35432 22m13.533s 31054 0m1.569s

74 2591 1510 7 62357 48699 43m4.858s 44232 0m2.390s

75 2976 1852 7 73761 57915 77m2.220s 49865 0m3.305s

76 2339 1476 7 55202 42784 35m31.906s 37722 0m2.154s

77 2705 1448 7 60165 46796 39m9.067s 42483 0m2.369s

78 877 248 2 13604 10192 0m13.933s 9382 0m0.401s

79 983 592 2 24944 20348 2m15.722s 18546 0m0.731s

80 897 368 2 20529 15871 0m40.536s 15051 0m0.582s

81 1544 1216 4 42684 33678 17m29.092s 30024 0m1.457s

82 2993 1552 8 68968 54129 50m33.160s 47982 0m2.869s

83 2640 1720 7 61423 47535 54m52.098s 41731 0m2.489s

84 1591 1186 4 44144 34833 17m33.782s 31260 0m1.408s

85 2052 1236 5 47243 36135 21m37.724s 31895 0m1.807s

86 823 522 3 24619 19931 1m24.506s 18089 0m0.692s

87 2586 1472 7 57321 44386 36m8.958s 39537 0m2.214s

88 1543 1000 5 32526 25524 8m32.448s 22974 0m1.103s

89 2537 1590 9 63246 48496 48m27.430s 42003 0m2.440s

90 1383 738 4 32024 25266 4m38.602s 22902 0m0.911s

Tabela A.2: Conjunto dos testes semi-arti�iais. A quinta oluna apresenta o número de isoformas simula-

das para ada gene. Os valores de VP e FP orrespondem ao número de isoformas orreta e inorretamente

reonstruídas, respetivamente.

Heurístia PASG Heurístia DAG

Gene |S| = |T | |S| |T | isoformas VP FP tempo VP FP tempo

a�4 90284 1801 20 7 0 31 191m58.272s 0 25 0m8.170s

ankrd10 38530 1089 6 4 0 10 40m19.112s 0 7 0m3.790s

as2 51655 1553 19 8 0 33 91m58.920s 0 30 0m4.528s

asz1 66302 1426 13 7 0 19 63m9.520s 0 20 0m5.706s

bad 16877 797 3 3 3 2 16m34.040s 3 3 0m7.776s

20orf152 64094 1386 12 5 0 21 68m12.310s 0 18 0m4.371s

21orf59 12572 604 7 5 2 10 4m30.815s 1 9 0m1.712s

21orf63 104946 1139 8 4 2 11 38m11.592s 2 4 0m3.935s

7orf63 67164 1588 22 7 0 29 95m45.117s 0 25 0m4.907s

Continua na próxima página
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Tabela A.2 � Continuação da tabela anterior

Heurístia PASG Heurístia DAG

Gene |S| = |T | |S| |T | isoformas VP FP tempo VP FP tempo

alr 151952 1234 12 7 0 23 39m23.856s 1 19 0m3.272s

av1 38392 1069 3 2 2 4 31m13.909s 2 3 0m4.755s

d157 22192 1086 10 5 1 14 43m44.823s 0 15 0m3.912s

d88b 19312 1583 27 5 0 25 127m50.684s 0 22 0m7.826s

dh8 384802 1431 11 8 1 16 113m31.912s 1 19 0m7.310s

dx2 9040 1032 3 3 3 2 42m45.554s 3 1 0m4.924s

hmp2a 5554 4280 5 3 2 10 2005m50.197s 2 7 1m7.391s

ddx18 19699 1390 14 5 0 24 70m54.074s 0 21 0m5.092s

ddx43 25005 1342 16 6 0 25 50m47.446s 0 19 0m3.708s

dppa5 3167 506 3 2 2 2 3m55.551s 2 3 0m4.166s

eef1a1 7283 1450 7 7 0 10 107m53.751s 1 10 0m5.893s

esrra 13167 1178 6 6 1 9 51m38.455s 1 5 0m4.241s

�t3 99319 1193 24 5 0 22 38m3.481s 0 24 0m3.605s

frs3 11717 800 5 3 2 8 20m7.427s 1 6 0m3.041s

gabrq 17189 1294 9 4 3 12 83m19.536s 0 15 0m6.971s

gal3st1 12253 540 2 2 2 1 10m54.137s 2 1 0m2.626s

gng2 111469 617 2 2 2 1 3m58.598s 2 1 0m3.464s

gpr137 5633 647 7 3 1 9 7m0.001s 2 7 0m1.974s

gsx1 3310 1226 2 2 2 1 71m54.281s 2 0 0m7.219s

hba1 2842 647 3 2 2 4 5m56.590s 1 4 0m3.083s

hba2 2864 277 3 2 2 2 1m48.483s 1 3 0m2.551s

hbb 3606 527 3 3 3 3 3m12.441s 3 1 0m2.344s

hbg2 3591 392 3 2 2 4 3m8.570s 1 2 0m2.325s

hbq1 2844 738 3 3 3 3 8m6.372s 3 1 0m3.505s

hoxa4 4274 849 2 2 2 1 28m40.943s 2 0 0m4.014s

hoxa7 4962 618 2 2 1 1 12m1.775s 2 1 0m3.267s

hunk 132750 1350 11 4 0 16 83m21.191s 0 16 0m5.478s

il13 4937 581 4 4 3 6 3m31.652s 4 3 0m2.029s

il5 4079 579 4 4 3 4 4m9.628s 3 3 0m2.334s

knj6 293912 751 3 3 2 3 22m12.961s 2 3 0m3.541s

khd1 23871 546 3 3 2 4 4m25.514s 2 1 0m2.468s

lae1 230161 1486 13 6 0 24 60m54.297s 1 20 0m4.090s

lif 8355 923 3 3 3 4 23m33.042s 3 1 0m3.235s

marh11 114424 695 4 4 3 4 13m6.587s 2 6 0m2.910s

md� 17788 656 4 4 3 5 10m3.034s 2 4 0m2.255s

mettl2b 28196 606 9 3 2 9 4m31.694s 1 7 0m1.740s

mmp26 6236 887 6 5 4 9 16m15.626s 2 6 0m2.593s

mrpl23 11338 831 5 3 1 10 8m56.684s 0 8 0m2.540s

mzf1 13659 1314 5 4 3 10 129m7.713s 2 7 0m7.812s

nipal1 22294 1337 6 6 3 12 79m2.966s 3 7 0m5.945s

nr2e1 24799 529 9 4 0 12 3m24.646s 0 9 0m1.457s

ooep 3238 1579 3 3 3 0 71m22.562s 3 3 0m10.210s

ostm1 35329 676 6 3 2 8 7m9.468s 2 6 0m2.179s

pes1 17283 1596 15 3 1 26 98m28.472s 1 14 0m5.447s

pg 12670 1113 9 7 0 20 27m22.832s 1 10 0m3.468s

pla2g3 7677 1281 7 6 1 9 67m0.012s 2 11 0m5.273s

polr3k 8626 510 3 2 2 3 3m38.296s 1 5 0m4.007s

pon3 38504 1425 9 8 1 22 56m14.699s 0 18 0m4.445s

ppp1r14b 4463 664 4 2 2 7 5m2.741s 1 5 0m1.744s

prikle4 8611 998 6 4 2 4 35m2.333s 2 5 0m3.279s

rasl10b 13862 665 3 2 2 2 10m30.437s 2 4 0m2.931s

rbm28 35527 1478 19 7 0 26 78m48.424s 0 23 0m3.984s

rps5 9536 3368 5 3 3 5 810m45.671s 3 8 0m42.648s

samd9l 20313 3882 1 1 1 0 3752m8.552s 1 0 0m55.512s

se14l3 14799 646 12 5 0 19 5m2.006s 0 23 0m1.556s

selm 4789 1241 5 5 2 8 23m31.526s 2 5 0m4.364s

shroom1 5991 1298 7 4 1 10 94m29.355s 2 10 0m6.418s

skap2 199655 1248 12 7 0 28 28m13.387s 1 13 0m3.114s

sl22a11 17902 626 10 2 1 10 7m5.234s 1 3 0m1.660s

sl22a4 51755 5285 10 4 2 23 4922m41.115s 2 17 1m2.390s

sl25a13 203928 1449 18 2 1 27 82m25.286s 0 24 0m7.460s

sl35e4 14070 765 2 2 2 0 22m23.528s 2 1 0m3.563s

slfn12l 64955 638 4 2 2 5 34m41.089s 1 4 0m4.569s

snd1 442458 1087 24 3 0 18 28m52.243s 0 25 0m4.573s

spp2 28431 2281 7 4 3 13 182m31.489s 2 8 0m13.335s

steap1 12453 743 4 3 1 6 14m40.528s 1 5 0m2.851s

stip1 20434 1312 14 4 0 27 50m43.311s 0 20 0m4.139s

taf4b 167241 1424 15 5 0 20 94m10.365s 0 20 0m5.755s

tb1d10a 36916 2125 9 4 1 17 298m51.340s 2 11 0m9.785s

tn2 21887 831 9 3 1 13 16m40.654s 1 10 0m3.665s

te 136015 1437 17 4 2 17 60m17.663s 1 16 0m4.206s

tfeb 53083 2273 8 4 3 12 354m36.048s 2 10 0m11.432s

tfpi2 6321 1054 5 5 2 8 25m38.861s 1 7 0m3.979s

tiam1 442555 1774 25 5 0 27 197m45.918s 0 24 0m10.168s

tmem8 13175 1217 13 4 1 16 64m50.657s 0 22 0m5.922s
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Tabela A.2 � Continuação da tabela anterior

Heurístia PASG Heurístia DAG

Gene |S| = |T | |S| |T | isoformas VP FP tempo VP FP tempo

tnni2 4006 3682 7 5 1 32 903m15.616s 0 10 0m58.277s

trpm8 104124 1298 24 4 0 23 55m32.738s 0 26 0m4.688s

usp49 99717 961 4 3 2 6 50m5.701s 2 1 0m4.711s

wnt2 48659 1107 5 5 4 3 49m27.999s 3 6 0m6.014s

zbtb45 8025 1426 2 2 2 1 184m38.649s 2 0 0m10.363s

zfp92 5306 1123 4 3 2 8 65m47.483s 2 5 0m5.479s

zmat5 38025 307 5 3 3 3 0m43.923s 3 0 0m1.019s

znf132 9409 590 3 2 2 3 14m31.255s 1 2 0m2.946s

znf135 12165 1478 4 4 4 10 165m39.863s 2 6 0m8.719s

znf275 20772 1065 3 3 2 4 56m28.432s 2 3 0m5.888s

znf324 8303 1143 3 3 3 3 75m54.761s 2 2 0m5.661s

znf446 6803 690 6 4 2 7 13m6.445s 1 10 0m2.626s

znf551 9823 1248 3 3 3 3 107m32.812s 2 3 0m6.663s

znf584 11632 1867 4 2 2 8 280m1.370s 2 5 1m2.390s

znf622 16267 1430 6 2 2 5 98m18.304s 2 4 0m9.785s

znf8 18937 549 4 2 2 4 9m5.375s 2 4 0m2.372s

znf814 21696 958 3 3 2 4 55m13.243s 2 3 0m5.838s

zsan1 22566 1430 4 4 3 5 111m13.440s 3 6 0m6.605s

zsan22 17328 684 2 2 2 1 22m12.576s 2 1 0m3.628s

Tabela A.3: Conjunto dos testes reais. Os ampos são iguais aos da Tabela A.2, om a diferença de que o

número de isoformas de ada gene orresponde om a anotação dele.

Heurístia PASG Heurístia DAG

Gene |S| = |T | |S| |T | isoformas VP FP Tempo VP FP Tempo

AC006116.20 37683 918 7 8 0 55 27m12.972s 0 10 0m9.445s

ACSM6 34730 823 11 4 0 48 56m33.898s 0 20 0m8.300s

ACSS3 324793 896 16 8 0 92 326m33.499s 0 30 0m15.135s

ADAMTS14 89640 924 22 2 0 87 157m31.171s 0 36 0m10.997s

ADAMTS16 179976 891 23 4 0 92 77m31.333s 0 44 0m11.914s

ADHFE1 41418 1935 14 18 2 122 188m12.849s 0 27 0m41.148s

ADORA2B 30831 550 2 2 1 2 7m44.277s 1 2 0m5.806s

ADORA3 80616 888 2 10 0 2 30m1.388s 1 2 0m10.288s

AIRE 12812 828 14 5 0 64 17m4.139s 0 30 0m8.422s

AKIP1 8947 1035 6 11 2 20 38m1.077s 0 13 0m9.718s

ALDH3B1 20706 738 10 10 1 51 25m17.933s 0 19 0m7.461s

APLP1 11894 655 17 11 0 67 17m39.043s 0 31 0m6.676s

ARL6 36590 1022 9 8 1 51 29m2.254s 0 16 0m11.267s

ASMT 28082 972 8 5 1 36 25m10.397s 1 15 0m10.094s

ATP2B2 384010 564 20 9 0 38 110m33.899s 0 34 0m8.243s

AZIN2 39428 567 12 19 1 40 6m49.849s 2 21 0m8.234s

BOC 76458 793 20 17 0 31 21m38.425s 0 41 0m4.359s

C18orf54 27303 940 8 6 1 23 53m57.513s 0 17 0m10.649s

C1orf198 32472 873 4 7 1 9 50m57.079s 0 6 0m5.813s

CACNA2D1 497356 990 39 12 0 158 251m55.757s 0 54 0m15.630s

CCDC129 144651 769 14 11 0 94 88m28.000s 0 24 0m9.133s

CCDC136 31377 1231 18 15 0 57 84m34.955s 0 35 0m15.400s

CCDC17 4015 1332 13 9 1 40 50m9.016s 1 32 0m8.101s

CDH24 10478 1070 13 6 0 41 50m24.211s 0 25 0m9.095s

CDRT1 54223 986 12 9 0 26 64m50.651s 0 22 0m11.534s

CES1 30488 878 14 9 0 37 50m22.816s 0 25 0m7.702s

CETN3 17527 636 5 6 1 15 25m54.013s 0 9 0m8.325s

CFB 6436 1116 18 14 0 58 64m14.750s 0 35 0m12.070s

CLDND2 1907 534 4 3 1 7 5m51.775s 0 8 0m3.895s

CLUAP1 38126 3154 12 12 1 136 1503m33.362s 0 21 2m33.376s

CMAS 19502 2754 8 5 2 67 535m25.235s 0 15 1m44.586s

CMTM1 12746 788 4 20 1 8 18m58.596s 0 7 0m6.990s

CNTN1 379978 907 23 11 0 92 161m32.845s 0 43 0m10.603s

CORO6 8153 405 11 12 0 31 2m51.009s 0 21 0m3.045s

CPAMD8 133870 968 42 20 0 94 77m14.515s 0 78 0m11.469s

CUX2 316532 773 22 3 0 62 227m18.601s 0 35 0m9.939s

CYP2E1 40816 988 9 10 1 26 36m39.705s 0 16 0m9.120s

DCAF12 41014 697 9 5 1 27 33m37.083s 0 17 0m6.659s

DHDH 11289 324 7 4 0 17 1m25.892s 0 13 0m3.243s

DNAH5 254214 578 79 4 0 78 107m58.215s 0 91 0m7.101s

DNAJC18 35905 2140 8 12 2 57 504m55.016s 0 14 0m27.807s

DNAJC5B 78968 1041 6 4 2 21 35m52.982s 0 10 0m13.129s

EBPL 30754 2208 4 7 3 10 333m1.074s 0 7 0m41.639s

ETV7 33711 990 8 8 1 32 20m12.896s 0 14 0m9.798s

FBXO15 74514 750 10 13 1 48 15m44.945s 1 17 0m12.803s

FHAD1 153013 858 31 22 0 64 87m18.223s 0 60 0m10.349s
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Tabela A.3 � Continuação da tabela anterior

Heurístia PASG Heurístia DAG

Gene |S| = |T | |S| |T | isoformas VP FP Tempo VP FP Tempo

FHL2 80803 522 7 12 1 30 6m27.434s 0 13 0m5.420s

FMO4 27878 2512 10 5 1 66 635m6.915s 0 20 1m19.194s

GGCT 8225 1982 4 8 1 7 229m54.721s 0 7 0m43.086s

GH1 1640 794 5 6 1 15 9m17.321s 1 9 0m3.806s

GHRL 7274 1441 6 15 3 24 72m58.168s 0 11 0m17.264s

GIMAP1-GIMAP5 27094 772 6 2 0 27 28m5.827s 0 12 0m9.395s

GPC2 7768 1288 10 7 1 32 62m20.031s 1 19 0m7.883s

GRIA3 306764 653 16 9 0 55 56m58.223s 0 31 0m8.085s

GRIN2A 429352 773 13 11 0 34 146m21.994s 0 25 0m9.944s

HEPH 106320 962 21 9 0 91 169m40.922s 0 39 0m12.707s

HPGD 32979 291 7 14 0 14 6m16.455s 0 12 0m3.118s

HSD11B1L 7921 855 8 23 3 32 19m14.907s 0 15 0m6.323s

IFT22 8458 918 5 11 2 11 11m54.297s 0 9 0m6.663s

IL15RA 40620 2656 8 23 2 45 474m5.979s 0 15 1m33.097s

INSL3 5064 720 2 3 1 2 7m38.867s 1 2 0m8.269s

ITGA2 105455 866 30 6 0 104 115m9.024s 0 58 0m8.754s

KIAA1841 72165 2821 22 11 1 119 533m29.886s 0 41 1m41.315s

KLHL4 152303 961 11 2 0 42 266m56.857s 0 23 0m12.223s

KNDC1 65967 1070 30 5 0 61 65m28.699s 0 59 0m15.244s

LIN7B 15486 1326 6 7 2 24 31m35.559s 0 14 0m14.889s

LRRC34 19560 1910 10 12 1 90 215m26.464s 0 20 0m36.489s

LRRCC1 38931 1134 19 6 0 56 45m9.984s 0 38 0m36.448s

LYSMD1 6202 568 3 2 1 3 15m4.577s 1 5 0m4.148s

MADCAM1 16169 606 5 10 1 13 12m18.143s 1 8 0m6.220s

MAP6D1 9720 541 3 4 1 5 8m8.566s 0 3 0m3.186s

MS4A4E 41837 701 5 7 1 24 13m48.826s 0 7 0m7.242s

MYRF 35878 589 26 8 0 65 25m4.237s 0 50 0m5.251s

NACC2 88750 655 6 3 0 20 63m41.821s 0 11 0m12.269s

NAV3 382105 925 39 14 0 115 140m52.498s 0 70 0m11.211s

NCR1 9992 676 7 8 0 24 7m48.169s 0 13 0m6.631s

NEURL2 2664 486 2 2 1 2 3m43.977s 1 2 0m1.578s

NEXN 55384 827 13 8 0 50 96m42.459s 0 25 0m12.403s

NLRP3 32954 1720 9 8 1 34 149m7.406s 0 16 0m17.040s

NLRP9 29972 801 9 2 0 28 57m38.355s 0 17 0m7.757s

NOL4 373854 943 11 14 0 54 193m18.640s 0 21 0m10.937s

NOS1 244030 988 29 6 0 100 444m26.907s 0 36 0m14.952s

NPM3 2090 1425 6 4 2 12 60m21.608s 0 12 0m13.034s

NR1H3 20734 2202 10 35 1 61 237m27.667s 0 19 0m56.088s

NR1I3 8638 544 9 35 1 41 6m43.426s 0 18 0m4.840s

NUF2 89190 1820 14 12 1 135 238m13.160s 0 27 0m38.702s

PAK6 38730 370 11 17 0 30 8m47.389s 0 18 0m4.844s

PCDH7 426392 765 2 8 0 1 47m49.829s 1 2 0m11.320s

PCDHA6 184388 537 4 3 0 3 160m12.540s 0 5 0m7.863s

PHYHD1 21148 1237 13 13 0 73 60m9.497s 0 24 0m17.860s

PLA2G16 43690 951 4 5 0 6 90m21.040s 0 7 0m10.800s

PLXNB1 26199 659 38 19 0 38 11m23.738s 0 54 0m5.358s

PLXND1 51645 1017 36 17 0 67 47m44.096s 0 65 0m9.519s

PPIL1 20199 770 4 2 1 7 38m49.870s 0 7 0m8.499s

PPT2 10241 1935 9 12 1 47 216m38.019s 1 19 0m28.433s

PRRT2 4512 507 4 7 1 7 7m31.058s 1 8 0m2.970s

PTPRR 282772 933 14 11 0 55 149m49.142s 0 27 0m10.768s

PUS3 9738 2077 4 5 2 8 536m24.553s 0 7 0m49.341s

PXMP2 17387 1722 5 5 1 19 193m6.491s 0 9 0m30.372s

RAPSN 11423 512 8 5 2 29 4m59.439s 0 15 0m5.088s

RCAN1 102002 824 4 14 1 10 50m33.095s 0 6 0m8.529s

REEP1 124092 840 7 11 0 17 322m17.919s 0 13 0m12.071s

RPL39L 59962 885 3 3 1 5 23m32.257s 0 5 0m8.885s

RSPH3 27318 884 8 4 1 25 18m7.815s 0 15 0m9.216s

SAMD5 228622 877 2 2 0 1 195m36.046s 0 2 0m15.668s

SEMA3D 191304 887 17 4 1 79 119m43.221s 0 32 0m13.456s

SGCA 11719 1514 10 11 1 66 78m21.343s 1 19 0m23.907s

SGOL2 73776 962 9 6 0 37 67m10.024s 0 17 0m8.949s

SH3GL3 171517 941 9 6 0 32 129m41.836s 0 17 0m10.339s

SIRPG 28629 348 6 7 1 12 2m21.323s 0 12 0m3.235s

SIX5 4443 560 3 4 1 2 11m26.307s 1 5 0m2.446s

SLC14A1 28395 1891 10 21 1 74 370m16.535s 0 20 0m42.943s

SLC16A4 28236 3002 9 10 1 88 1497m37.324s 0 17 2m13.658s

SLC35D2 63006 2045 12 5 1 89 153m16.961s 0 22 1m3.660s

SLC35G1 62091 737 3 6 1 4 92m54.028s 0 5 0m13.538s

SLC46A2 11995 703 4 2 0 7 102m31.448s 0 7 0m6.133s

SLIT1 187884 789 37 7 0 65 39m38.380s 0 71 0m10.291s

SPATA17 240374 925 11 5 0 47 612m44.359s 0 20 0m14.221s

SPATA33 13472 856 3 10 1 4 67m5.466s 1 4 0m9.641s

SPC25 79241 552 7 4 0 21 10m11.026s 0 13 0m5.674s

SPTBN4 110225 844 36 14 0 87 148m19.517s 0 64 0m10.739s

Continua na próxima página
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Tabela A.3 � Continuação da tabela anterior

Heurístia PASG Heurístia DAG

Gene |S| = |T | |S| |T | isoformas VP FP Tempo VP FP Tempo

SSH3 9161 1855 14 11 1 92 198m34.945s 0 35 0m15.818s

SSPO 57939 705 107 11 0 24 20m41.508s 0 138 0m9.099s

SYN2 187000 549 13 6 0 51 49m45.095s 0 25 0m5.647s

SYNE4 5488 715 8 7 1 26 5m50.446s 0 17 0m4.379s

TEX30 7823 2131 6 7 2 29 228m59.561s 0 12 0m34.699s

THEMIS 210561 769 6 6 0 15 29m45.552s 0 10 0m8.820s

TLL2 149314 637 21 3 0 50 42m25.064s 0 42 0m8.736s

TMEM173 7403 808 8 15 1 22 9m14.073s 0 18 0m5.291s

TMEM178B 406150 856 4 3 0 5 399m53.975s 0 7 0m19.676s

TMEM237 23388 833 12 13 1 50 11m45.093s 0 23 0m8.774s

TMEM255A 52908 754 10 6 0 58 73m18.644s 0 19 0m9.487s

TRIM7 11371 795 7 7 1 30 34m49.053s 0 13 0m8.129s

TRO 10971 1346 13 25 1 37 102m50.266s 0 25 0m9.309s

TTC8 56927 1464 14 17 0 96 241m29.912s 0 26 0m33.853s

TTLL2 34419 717 3 3 0 4 40m2.070s 0 5 0m8.204s

TTLL9 74263 1008 17 11 0 107 63m55.133s 0 32 0m15.068s

TYROBP 3896 1381 5 9 2 16 34m44.513s 0 9 0m16.597s

VIPR1 48276 1290 13 17 1 88 64m14.636s 0 25 0m19.003s

WDR78 112004 694 17 12 0 61 36m29.211s 0 33 0m7.462s

YAE1D1 43946 989 3 6 1 6 19m43.374s 0 5 0m10.324s

ZBTB7C 384081 507 3 28 0 1 39m13.564s 0 5 0m6.341s

ZMYND10 5744 933 12 9 1 58 30m51.328s 0 28 0m6.458s

ZNF16 20532 1580 4 9 1 8 90m46.530s 0 7 0m29.424s

ZNF469 13288 817 2 2 1 1 47m47.026s 1 2 0m10.896s

ZNF610 31535 836 6 9 1 21 19m14.445s 0 10 0m9.596s

ZNF620 12746 976 5 4 1 12 89m24.306s 1 11 0m5.630s

ZNF879 11314 713 5 4 1 13 73m13.796s 0 9 0m4.502s

ZNF98 141468 550 4 5 1 5 37m19.716s 0 7 0m6.829s
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